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RESUMO

O uso de imagens de ressonância magnética é amplamente difundido no diagnóstico de
tumores e auxilia no tratamento de câncer, uma doença que causa a produção de células
anormais que agrupam-se formando tumores e gerando metástases. Um exame de prevenção
ou diagnóstico precoce de uma doença como o câncer aumentam consideravelmente suas
chances de cura. É sempre importante considerar que a qualidade das imagens obtidas em
exames médicos como a ressonância magnética (RMN) é de suma importância para o di-
agnóstico de doenças. A Engenharia, através de linhas de pesquisa como o processamento
de sinais, fornece meios de aumentar a robustez frente a interferências no processamento
de imagens com ferramentas como aprendizado profundo. Dentro desta vertente, o uso de
redes neurais convolucionais, como a U-Net e os autoencoders, alinhados ao Compressive
Sensing, tem extrema valia no desenvolvimento de sistemas de diagnósticos mais acurados
a doenças tão oprobriosas. Através de testes realizados com códigos baseados em lingua-
gem Python e utilizando imagens de exames médicos provou-se por inspeção visual e por
métricas de qualidade como a razão sinal-ruído de pico e o índice de semelhança de estru-
tura que o uso destas técnicas é capaz de produzir resultados satisfatórios frente a tentativa
de eliminar artefatos de imagem e possibilitar um diagnóstico mais contundente, incremen-
tando o potencial de recuperação de um paciente. Para tanto, o modelo proposto conta ainda
com técnicas de regularização baseadas nas normas de Compressive Sensing e em padrões
de subamostragem.

ABSTRACT

The use of magnetic resonance imaging is widespread in the diagnosis of tumors and
aids in the treatment of cancer, a disease that causes the production of abnormal cells that
group together to form tumors and generate metastases. An examination for prevention or
early diagnosis of a disease such as cancer considerably increases your chances of cure. It is
always important to consider that the quality of the images obtained in medical examinations
such as magnetic resonance imaging (MRI) is of paramount importance for the diagnosis
of diseases. Engineering, through research lines such as signal processing, provides ways
to increase robustness against interferences in image processing with tools such as deep
learning. Within this strand, the use of convolutional neural networks, such as U-Net and
autoencoders, aligned to the Compressive Sensing, has extreme value in the development of
more accurate diagnosis systems to such opprobrious diseases. Through tests performed with
codes based on Python language and using medical exam images, it was proven by visual



inspection and quality metrics such as peak signal-to-noise ratio and structure similarity
index that the use of these techniques is capable of producing satisfactory results when trying
to eliminate image artifacts and enable a more accurate diagnosis, increasing the recovery
potential of a patient. To this end, the proposed model also relies on regularization techniques
based on the norms of Compressive Sensing and on subsampling patterns.

RESUMEN

El uso de la resonancia magnética está muy extendido en el diagnóstico de tumores y ayuda
en el tratamiento del cáncer, una enfermedad que provoca la producción de células anormales
que se agrupan para formar tumores y generar metástasis. Un examen para la prevención o el
diagnóstico precoz de una enfermedad como el cáncer aumenta considerablemente sus posi-
bilidades de curación. Siempre es importante tener en cuenta que la calidad de las imágenes
obtenidas en exámenes médicos como la resonancia magnética (RMN) es de suma impor-
tancia para el diagnóstico de enfermedades. La ingeniería, a través de líneas de investigación
como el procesamiento de señales, proporciona medios para aumentar la robustez frente a
las interferencias en el procesamiento de imágenes con herramientas como el aprendizaje
profundo. En este contexto, el uso de redes neuronales convolucionales, como la U-Net y los
autocodificadores, alineados con Compressive Sensing, tiene un valor extremo en el desar-
rollo de sistemas de diagnóstico más precisos para tales enfermedades oprobiosas. A través
de pruebas realizadas con códigos basados en el lenguaje Python y utilizando imágenes de
exámenes médicos se demostró mediante inspección visual y mediante métricas de calidad
como la relación señal/ruido de pico y el índice de similitud de estructura que el uso de estas
técnicas es capaz de producir resultados satisfactorios en un intento de eliminar los artefactos
de imagen y permitir un diagnóstico más preciso, aumentando el potencial de recuperación
de un paciente. Por lo tanto, el modelo propuesto cuenta aún con técnicas de regularización
basadas en las normas de Compressive Sensing y en los padrones de subamostragem.
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Capítulo 1

Introdução

1.1 Motivação

O diagnóstico de doenças geralmente é um processo lento e dependente, muitas vezes,
de diversos médicos especialistas (como, por exemplo, um pediatra e um endocrinologista
para diagnóstico de diabetes em uma criança), o que pode atrasar o tratamento específico de
determinadas enfermidades. No Brasil, o Ministério da Saúde e o Instituto nacional de com-
bate ao câncer (INCA), corroboram que as Doenças e agravos não transmissíveis (DANT) já
são as principais responsáveis pelo adoecimento e óbito da população no mundo [16].

Uma das doenças com diagnóstico mais delicado é o câncer. O Brasil estaria registrando
625 mil novos casos de câncer para cada ano do triênio 2020/2022, segundo o INCA. Estima-
se que, em 2008, 36 milhões dos óbitos (63%) ocorreram em consequência das DANT, com
destaque para as doenças cardiovasculares (48%) e o câncer (21%). A estimativa mundial
mostra que, em 2012, ocorreram 14,1 milhões de casos novos de câncer e 8,2 milhões de
óbitos. Houve um discreto predomínio do sexo masculino tanto na incidência (53%) quanto
na mortalidade (57%). A distribuição da incidência por região geográfica mostra que as re-
giões Sul e Sudeste concentram 70% da ocorrência de casos novos. Nestas regiões, o padrão
da incidência mostra que predominam os cânceres de próstata e de mama feminina, bem
como os cânceres de pulmão e de intestino. A região Centro-Oeste, apesar de semelhante,
incorpora em seu perfil os cânceres do colo do útero e de estômago entre os mais inciden-
tes. Nas regiões Norte e Nordeste, apesar de também apresentarem os cânceres de próstata
e mama feminina entre os principais, a incidência dos cânceres do colo do útero e estômago
tem impacto importante nessa população [16].

Atualmente, muitas pessoas tentam realizar o “auto-diagnóstico,” pesquisando os sin-
tomas na Internet e tomando medicamentos por conta própria. Assim, a procura por um
médico é feita após as tentativas iniciais de cura não se concretizarem. Ao procurar um mé-
dico, o paciente, muitas vezes, não entende ainda a natureza da sua doença e, assim, não
procura diretamente um especialista. Para se ter uma ideia, segundo o Centro de combate ao
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câncer (CCC), 70% dos diagnósticos de câncer são feitos por médicos não-cancerologistas
como, por exemplo, dermatologistas, ginecologistas e ortopedistas. Muitas vezes, este ce-
nário acaba propiciando um diagnóstico tardio, pois não é comum um paciente procurar um
oncologista por imaginar que esteja com câncer. O médico chega a uma suposição diagnós-
tica por meio de várias etapas, durante as quais deve proceder a uma análise cuidadosa, com
base principalmente em seu conhecimento do caso e da patologia [17], olhando sempre o
paciente como um todo, não se restringindo à sua especialidade.

Na busca de um diagnóstico são utilizados recursos tecnológicos como tomografias com-
putadorizadas, ultrassonografias, ressonâncias magnéticas e exames laboratoriais gerais e
específicos, além dos exames físicos (sinais e sintomas do paciente)[18]. Entretanto, em
exames de imagens, podem ocorrer a presença de artefatos: tudo e qualquer coisa que ou al-
tera a imagem original, ou prejudica a visualização da imagem, ou acrescenta informações a
imagem. Os artefatos podem ser provenientes de movimentos, corpos estranhos, interferên-
cias e etc. Os artefatos não são bem vindos nos exames de imagem, em especial nos obtidos
através de Ressonância Magnética. Porém alguns artefatos são provenientes de movimentos
fisiológicos ou de próteses dos pacientes, sendo dessa forma impossíveis de serem elimi-
nados. Contudo, estes artefatos podem ser compensados diminuindo as suas interferências
no resultado final da imagem. Faz-se portanto necessário, para a efetividade do tratamento
de câncer, um diagnóstico preciso que aumente as chances de cura. Essa objetividade no
diagnóstico passa pela realização de imagens de ressonância magnética com a menor taxa de
erro possível.

Dentro do contexto de diagnósticos de doenças afetadas negativamente por artefatos, a
técnica de aprendizado profundo (do inglês Deep Learning - DL), que é um ramo do aprendi-
zado de máquina (do inglês Machine Learning - ML), tem sido amplamente utilizada para o
desenvolvimento de modelos de reconstrução de imagens médicas. A grande quantidade de
estudos bem-sucedidos que usam Aprendizado Profundo para desenvolver ferramentas diag-
nósticas sugere sua viabilidade para detecção de artefatos de imagens obtidas por ressonância
magnética em exames médicos, reduzindo as dificuldades em alguns diagnósticos [12]. O
presente trabalho busca apresentar essa técnica e algumas aplicações para melhoria de exa-
mes de imagens através do uso do Aprendizado profundo a fim de se propor e implementar
um algoritmo de reconstrução de imagens capaz de gerar em sua saída um resultado aprimo-
rado, auxiliando a detecção de doenças[19], isto é, o objetivo desta dissertação é apresentar
um método de reconstrução de imagens de ressonância magnética baseado em aprendizado
profundo e detecção de compressão para auxiliar o diagnóstico médico de doenças severas
como o câncer cerebral.
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1.2 Análise do Estado da Arte

Um dos maiores objetivos da tecnologia é melhorar a qualidade e prolongar a vida hu-
mana. Assim, a Engenharia tem buscado aprimorar as técnicas utilizadas pela Medicina
para incrementar o diagnóstico de doenças. Uma das vertentes mais utilizadas vem sendo a
reconstrução de imagens. A reconstrução de imagens adveio das pesquisas na área de proces-
samento de imagens, que tiveram início em 1917 com o estudo de construção de imagens em
projeção de problemas gravitacionais. Já a técnica de reconstrução de imagens propriamente
dita foi primeiro desenvolvida por Ronald N. Bracewell (1921-2007), físico e matemático
australiano, em 1956, para uso na radioastronomia, com a finalidade de identificar regiões
do sol, emissoras de radiação de micro-onda [20]. Somente em 1961 surgiram as primei-
ras aplicações na Medicina com a reconstrução de imagens de tomografia, quando Godfrey
Hounsfield (1919 -2004), engenheiro eletricista britânico e ganhador do prêmio Nobel de
Medicina juntamente com Allan McLeod Cormack (1924 -1998), um físico sul-africano,
desenvolveu o primeiro equipamento de tomografia computadorizada, que era capaz de pro-
cessar imagens cerebrais [21]. Com o passar dos anos, as pesquisas e estudos realizados
foram capazes de aprimorar as técnicas de processamento e reconstrução de imagens. Em
termos práticos, a reconstrução de imagens pode ser definida como a geração de uma figura
bidimensional ou tridimensional a partir de elementos dispersos ou incompletos como, por
exemplo, as interpretações de radiação adquiridas no decorrer da análise de imagens médi-
cas.

Um artigo escrito por Yuen et al.[22], intitulado Reconstruction artifacts in digital video
compression, analisou as distorções visuais em vídeos que foram introduzidas por compres-
são por movimento (MC), modulação de código de pulso diferencial (DPCM) e transformada
discreta de cosseno (DCT). A ideia era criar um processo de reconstrução de vídeo para ob-
jetos afetados por artefatos de imagem estabelecendo sua correlação com as características
espaciais/temporais locais dentro da sequência de imagens que formam o vídeo. Através
do uso de técnicas de compressão, as sequências de imagens CCITT H.261 e MPEG foram
reconstruídas na saída observando que o nível de gravidade dos artefatos que os tornavam
visualmente perceptíveis foi neutralizado [22].

Outro estudo realizado por Peters et al. [23], intitulado Undersampled projection re-
construction applied to MR angiography, verifica a reconstrução de imagens de angiografia
por ressonância magnética (ARM). Os autores citam que na angiografia convencional com
Transformada de Fourier (FT) tridimensional (3D), a resolução na direção de codificação de
fase é proporcional ao tempo de aquisição. Propondo uma reconstrução de imagens por pro-
jeção subamostrada (PR), o estudo revelou ser possível proporcionar alta resolução para as
imagens geradas e os artefatos que antes causavam problemas visuais nos exames de angio-
grafia, onde predominam vasos claros e cheios de contraste, foram amortecidos, favorecendo
uma maior resolução por unidade de tempo fornecida pela reconstrução de imagens por pro-
jeção subamostrada elevando os resultados dos exames em pacientes [23].
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Já o estudo realizado por Hyun et al.[24], denominado Deep learning for undersampled
MRI reconstruction, apresenta um método de reconstrução de imagens baseado em técni-
cas de aprendizado profundo para imagens de ressonância magnética, reduzindo os dados
do espaço k com estratégias de subamostragem. A subamostragem é usada para a codifi-
cação de fase na captura de características de imagem de alta resolução, enquanto lida com
o problema de dobra de imagem ditado pela fórmula Poisson. Para lidar com a incerteza
de localização devido ao dobramento da imagem, um pequeno número de dados de espaço
k [25] de baixa frequência é adicionado. O treinamento da rede de aprendizado profundo
envolve imagens de entrada e saída que são pares das transformadas de Fourier dos dados
de espaço k subamostrados. Os experimentos realizados mostraram o desempenho notável:
apenas 29 dos dados do espaço k podem gerar imagens de alta qualidade de forma tão eficaz
quanto a reconstrução padrão de IRM com os dados totalmente amostrados [24].

Ehrhardt et al. desenvolveu um método parecido com Hyun et al.[26] no artigo Multicon-
trast MRI Reconstruction with Structure-Guided Total Variation. Muitos estudos de imagens
clínicas adquirem dados de ressonância magnética para muitos níveis de contraste, o que au-
menta o tempo médio de varredura do exame. Como todas essas imagens mostram a mesma
anatomia subjacente, os autores omitiram medidas desnecessárias levando em consideração
a semelhança durante a reconstrução. Para tanto, os pesquisadores utilizam a abordagem de
normalização por variação total (TV). Foram realizados testes em seis conjuntos de dados ba-
seados em fantomas e imagens reais de ressonância magnética. Em todos os casos, foi mais
proveitoso explorar as informações estruturais das imagens para melhores resultados do que
a utilizar a reconstrução separada com variação total em termos de métricas padrão, como
relação sinal-ruído de pico e índice de similaridade estrutural. Outro detalhe da abordagem
foi que a exploração das informações bidimensionais resultou em imagens com bordas bem
definidas, resultando em uma qualidade superior a das imagens reconstruídas apenas com
informações a priori sobre a localização das bordas [26].

O artigo Undersampled radial MRI with multiple coils: Iterative image reconstruction
using a total variation constraint, de autoria de Block et al. [27], propõe como uma al-
ternativa para a reconstrução de imagens de ressonância magnética codificadas radialmente.
Sabendo que os conjuntos de dados subamostrados têm impacto sobre as imagens, os autores
desenvolveram um método para reconstrução de imagens de ressonância magnética baseado
em uma otimização não-linear que permite a incorporação de conhecimento prévio e o uso
de funções de penalidade. O procedimento usa um mecanismo em duas etapas, que consiste
em primeiramente estimar os perfis das bobinas eletromagnéticas e, em seguida, renderizar
a imagem final que, de acordo com métricas de qualidade, são semelhantes às observações
completas. O conhecimento prévio é introduzido pela penalização das arestas nos perfis das
bobinas e por uma restrição de variação total da imagem final. A última condição leva a uma
supressão efetiva de artefatos de subamostragem e um certo grau de redução de ruído. Além
das simulações, os resultados experimentais para uma sequência de ressonância magnética
radial spin-echo foram realizados utilizando dados de fantomas e imagens reais do cérebro
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humano. Em comparação com as reconstruções convencionais como, por exemplo o regrid-
ding, o método de Block produziu uma qualidade de imagem visualmente melhor em todos
os casos [27].

O trabalho Computed tomography image reconstruction using stacked U-Net de Misu-
zawa et al. [28] trabalha com o desenvolvimento de métodos de aprendizado profundo, em
especial na melhoria da qualidade da imagem usando redes neurais convolucionais, devido a
eficácia destas redes na redução de ruído, super-resolução de imagem única e segmentação.
Neste estudo, os autores utilizaram uma rede neural conhecida como U-Net na reconstrução
de imagens de tomografia computadorizada, gerando imagens de alta qualidade em um curto
espaço de tempo e com um pequeno número de projeções. Utilizando várias imagens de to-
mografia computadorizada, os autores obtiveram resultados mostrando que uma imagem de
corte transversal pode ser recuperada com sucesso. Diante dos resultados obtidos, o método
de Misuzawa apresenta baixo tempo de reconstrução e boa qualidade de imagem, quando
comparado aos métodos existentes [28].

Uma outra técnica muito utilizada no processamento de imagens de ressonância magné-
tica é o Compressive Sensing - CS, pois acelera o processo de aquisição de imagens. Assim,
as redes neurais profundas e algoritmos de CS estão sendo integrados para redefinir as formar
de obtenção de imagens de ressonância com alta qualidade para diagnóstico. O artigo AI-
Based Reconstruction for Fast MRI—A Systematic Review and Meta-Analysis produzido por
Chen et al. [29], revisa sistematicamente as técnicas de Compressive Sensing baseadas em
aprendizado profundo para ressonância magnética, descrevendo os principais modelos proje-
tados, destacando avanços e discutindo direções promissoras. Os autores também realizaram
uma análise abrangente de um sistema de classificação para avaliar o papel fundamental do
aprendizado profundo na aceleração baseada em detecção de compressão para imagens de
ressonância magnética [29].

Já a proposta de Hammernik et al. [30] no artigo Learning a variational network for
reconstruction of accelerated MRI data permite a reconstrução rápida e de alta qualidade
de dados de ressonância magnética através de uma rede variacional que combina a estrutura
matemática de modelos variacionais com aprendizado profundo. Para tanto, os autores in-
corporaram a reconstrução generalizada de imagens médicas como um modelo variacional
a um esquema de descida de gradiente. Todos os parâmetros desta formulação, incluindo o
modelo anterior definido por filtros e funções de ativação, bem como os pesos dos termos de
dados, são aprendidos no treinamento da rede. A abordagem de rede variacional é avaliada
em um protocolo de análise clínica da imagem do joelho usando dados subamostrados para
diferentes fatores de aceleração e padrões de amostragem. As reconstruções de rede variaci-
onal tiveram desempenho superior aos algoritmos de reconstrução padrão, como concluíram
métricas de desempenho como a relação sinal-ruído de pico (do inglês Peak Signal to Noise
Ratio - PSNR) e o índice de semelhança de estrutura (do inglês Structural Similarity Index
Measure - SSIM) [31]. Os autores mostraram que as reconstruções de rede variacional pre-
servam a aparência natural das imagens de ressonância magnética, ajudando a identificação

5



de patologias [30].

Um último trabalho realizado é o estudo feito por Zheng et al. [32] chamado de An
Autoencoder-Based Image Reconstruction for Electrical Capacitance Tomography. A pes-
quisa utiliza uma rede neural supervisionada, conhecida como Autoencoder, para resolver o
problema de reconstrução de imagem por Tomografia de Capacitância Elétrica (ECT). Um
conjunto de dados baseado em simulação consistindo em 40.000 pares de instâncias, dos
quais cada par de amostra tem um vetor de capacitância e um vetor de distribuição de per-
missividade correspondente, é usado para treinar e testar o desempenho do autocodificador
por validação cruzada. Os autores também utilizaram ruído artificial, dados sobre o padrão
de fluxo que não estão no conjunto de dados de treinamento e dados experimentais de um sis-
tema ECT prático para testar a capacidade de generalização e prática da rede. Os resultados
preliminares mostram que o algoritmo de reconstrução de imagem baseado em autocodifica-
dor proposto para ECT está fornecendo melhores resultados de reconstrução destas imagens,
segundo os autores [32].

1.3 Proposta desta Dissertação

Nesta dissertação, levando em consideração o estado da arte na área de reconstrução de
imagens de ressonância magnética, utilizamos técnicas de Compressive Sensing e aprendi-
zado profundo para propor um processo de reconstrução de imagens de ressonância mag-
nética, aumentando a sua robustez imagens a artefatos. Buscamos responder as seguintes
perguntas nesta pesquisa:

• É possível reconstruir uma imagem de ressonância magnética sem perder detalhes
importantes da fisiologia do corpo humano?

• Utilizando métodos de aprendizado profundo, é possível construir um algoritmo de
reconstrução que possa ser implementado em exames médicos corriqueiros?

O principal interesse desta dissertação é responder a estes questionamentos de forma técnica
apresentando testes e resultados com imagens reconstruídas. A dissertação é dividida em 6
capítulos, com o primeiro capítulo sendo esta introdução. No capítulo 2 são apresentados os
fundamentos teóricos dessa dissertação para um maior entendimento das técnicas utilizadas
no trabalho. No capítulo 3 é apresentada a proposta do algoritmo de reconstrução de imagens
de ressonância magnética baseado em técnicas de aprendizado profundo e, no capítulo 4,
os resultados obtidos. No Capítulo 5 são discutidas as conclusões e propostas de futuros
trabalhos.
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Capítulo 2

Fundamentação Teórica

Este capítulo apresenta os conceitos teóricos fundamentais para o desenvolvimento dessa
dissertação e para a compreensão do método proposto.

2.1 Ressonância Magnética

A ressonância magnética nuclear (RMN), ou simplesmente ressonância magnética, é uma
técnica de formação de Imagens de Ressonância Magnética (IRM) que usa as característi-
cas dos núcleos atômicos de alguns elementos químicos para, na presença de um campo
magnético, formar padrões de imagem que se assemelham à forma humana [33, 34].

As características fundamentais de ressonância magnética têm início na relação entre um
campo magnético exterior e um átomo; Os átomos mais substanciais no organismo humano
são: hidrogênio, oxigênio, carbono, fósforo, cálcio, flúor, sódio, potássio e nitrogênio. Ape-
sar de todos estes núcleos possuírem propriedades que permitam as suas utilizações em IRM,
o hidrogênio é o mais empregado por dois motivos básicos: é o mais abundoso no corpo hu-
mano e o seu próton possui o maior momento magnético proporcionando uma suscetibilidade
superior à RMN. Os prótons são partículas carregadas positivamente, que possuem uma pro-
priedade chamada de spin ou momento angular, que nada mais é que uma rotação similar à
rotação da Terra sob o seu próprio eixo. Outra propriedade do próton é o chamado momento
magnético, que permite que o próton se comporte como um ímã [35, 34, 36].

Os equipamentos de RMN possuem componentes que proporcionam o fenômeno da res-
sonância. O campo magnético é gerado por ímãs e distribuído pelas bobinas de gradiente.
Já as bobinas de radiofrequência recebem e transmitem os sinais dos tecidos. Assim que um
paciente está posicionado para a execução de um exame de IRM através de um aparelho de
ressonância, ele fica sob a ação do campo magnético. Neste instante, os prótons dos átomos
de hidrogênio orientam-se em direção à incidência do campo, apontando tanto paralelamente
quanto antiparalelamente ao campo após a aplicação de um pulso de radiofrequência, em um
estágio conhecido como alinhamento. Caso o pulso de radiofrequência seja enviado com
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valor de frequência exatamente igual à frequência de agitação dos prótons de hidrogênio, o
tecido exposto ao campo será excitado em um processo denominado excitação. Durante o
processo de excitação, os prótons de hidrogênio presentes receberão energia do pulso, per-
dendo usa estabilidade. Com essa perda, os prótons retornarão um sinal para a bobina. Este
retorno de sinal caracteriza o processo de detecção de radiofrequência. Estes três processos
– alinhamento, excitação e detecção de radiofrequência – constituem o procedimento para
composição de uma IRM. As Figuras 2.1, 2.2 e 2.3, retiradas do texto escrito pelo médico
radiologista Dr. Flávio Pereira das Posses intitulado Ressonância Magnética (RMN): o que
é, tipos e como funciona ilustram as três fases do processo de ressonância magnética [1]. A
Figura 2.1 apresenta os elétrons desalinhados em seu estágio inicial e, após a incidência do
campo magnético, alinhados de acordo com a orientação do campo. Já a Figura 2.2 ilustra
a passagem de um elétron estável para uma condição instável, pulando para uma camada
mais distante do núcleo do átomo. Essa excitação é explicada pela absorção de energia, que
possibilita que o elétron se afaste do núcleo. Na Figura 2.3 é apresentada um exemplo de
imagem de ressonância magnética. A imagem está dividida em quatro partes, representando
as diferenças de intensidade da energia dos átomos nos tecidos humanos na fase de detecção
de radiofrequência.

Figura 2.1: Estágio 1 - Alinhamento dos elétrons após incidência do campo magnético.
Retirado de [1].

Figura 2.2: Estágio 2 - Excitação de um elétron após tornar-se instável por conta da absorção
de energia liberada pelo campo magnético. Retirado de [1].

Entretanto, há um questionamento que poder ser feito: Como é possível distinguir as
diferenças dos tecidos humanos durante a realização de um exame? A explicação consiste
em variar a direção da intensidade do campo magnético, pois esta variação permite diferen-
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Figura 2.3: Estágio 3 - Detecção de radiofrequência de um tecido humano mostrando as
diferenças de intensidade de energia dos átomos. Retirado de [1].

ciar a anatomia. Com a introdução dos chamados gradientes de campo magnético, podemos
variar linearmente, em uma dada direção, a intensidade do campo e, consequentemente, a
excitação dos átomos. Para tanto, é necessário codificar o sinal. São exigidas três etapas
para a codificação do sinal de forma a adquirir uma IRM: seleção de corte, codificação de
fase e codificação de frequência. Cada parte representa o acionamento de gradientes em uma
dada direção. Se o gradiente de seleção de corte for acionado na direção z, cada arranjo ao
longo do eixo da mesa irá processar com um valor distinto de frequência dividindo o paciente
em cortes axiais. Os outros dois gradientes serão acionados nos eixos que restaram (x e y).
Quando o gradiente de codificação de fase é acionado, um dos eixos do corte fica mapeado
com a fase. É indispensável demandar n vezes o gradiente de codificação de fase. Cada vez
que é acionado, altera-se a amplitude do gradiente. Por fim, no instante da leitura do sinal,
o gradiente de codificação de frequência é acionado na direção excedente. Desta forma, o
segundo eixo do corte ficará mapeado em frequência [36]. Dependendo da forma e do tempo
de excitação dos átomos, as imagens poderão tornar-se mais suscetíveis a diferentes propri-
edades dos tecidos[33, 34]. Um exemplo citado por Madureira et al. [34] e por Arcuri et al.
[37] diz a respeito à região do cérebro onde, por exemplo, torna-se possível diferenciar os
sinais emitidos pela substância cinzenta ou branca e também pelo líquido céfalo-raquidiano,
gerando uma imagem de grande precisão espacial [37, 34, 38].

Existem diversos equipamentos de ressonância magnética, que diferem de acordo com a
intensidade ou tipo de campo magnético que produzem. Quanto ao campo de magnetismo, os
equipamentos podem ser classificados como equipamento de campo aberto, onde o paciente
não entra no aparelho, sendo utilizados para pacientes com obesidade, claustrofobia ou que
necessitem de exames nas extremidades do corpo, e equipamentos de campo fechado, o tipo
mais comum, com abertura de 60 a 70 centímetros para a entrada do paciente. De acordo
com a potência do campo magnético, o aparelho pode possuir intensidade de sinal magnético
de valores variados como por exemplo:

• inferior a 1 Tesla: sendo estes aparelhos usados para realizar exames de extremidades
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corporais, com baixa qualidade de imagens

• 1 Tesla: pouco eficientes e utilizados regularmente em exames veterinários

• 1,5 Tesla: os mais comuns nos locais que oferecem exames de ressonância magnética

• 3 Tesla: muito utilizados em pesquisas embora ofereçam maiores riscos a paciente que
possuem componentes como marca-passos.

Há alguns anos, as IRMs restringiam-se a exames de regiões específicas do corpo. Tal
restrição devia-se aos longos períodos necessários à realização do exame. No entanto, as
IRMs de todo o corpo têm evoluído para testes diagnósticos que envolvem uma variedade de
indicações nos últimos anos e, atualmente, com a utilização de bobinas de superfícies espe-
ciais, são geradas imagens de corpo inteiro para pesquisar metástases, por exemplo. Nesta
dissertação, daremos ênfase às IRMs do cérebro humano, como a Figura 2.4. A geração
destas imagens dura aproximadamente 15 minutos. Como aplicações para o uso das IRMs,
têm-se [34]: estudos cognitivos e emocionais que utilizam a IRM da pupila para medição
de índice de emoção ou atenção; diagnóstico de enfermidades relacionadas a problemas au-
ditivos; exames de ressonância magnética funcional (RMF); eletrocardiografia (ECG) ou
oxímetro de pulso; diagnóstico da doença músculo-esqueléticas; diagnóstico de pacientes
com esclerose múltipla (EM) com envolvimento da medula espinhal; estudos anatômicos do
cérebro in vivo; evidenciamento de hiperintensidade de substância branca (SB), reportada
em indivíduos com transtornos afetivos, esquizofrenia e doença de Alzheimer; diagnóstico
de enfermidades relacionadas ao sistema vascular e diagnóstico de tumores cancerígenos.

Figura 2.4: Exemplo de IRM cerebral adquirida durante uma exame de ressonância magné-
tica corriqueiro. Retirado do banco de dados BIRN [2].

2.2 Aprendizado Profundo

Uma das maiores capacidades dos seres humanos é o aprendizado. O aprendizado per-
mite que os seres humanos adquiram informações valiosas acerca das situações que viven-
ciam e consigam alcançar novos níveis de entendimento do ambiente. Os autores Shai
Shalev-Shwartz e Shai Ben-David, no livro Understanding Machine Learning: From theory
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to algorithms [39], fizeram uma revisão interessante sobre o aprendizado humano em compa-
ração com aprendizado de máquina. Segundo eles, as máquinas teriam um aparato diferente
dos seres humanos. Enquanto os seres humanos podem confiar no senso comum para chegar
a conclusões, para realizar a mesma tarefa com o aprendizado de máquina devemos fornecer
princípios nítidos e bem definidos que evitarão que o programa chegue a conclusões sem
sentido ou inúteis [39]. O desenvolvimento de tais princípios é um dos objetivos da teoria
do aprendizado de máquina (do inglês Machine Learning - ML) que pode ser descrito como
uma tecnologia que permite o desenvolvimento de algoritmos e modelos estatísticos para
realização de tarefas automaticamente, ou seja sem interferência humana, através da inferên-
cia de padrões [19, 40, 41, 42, 43]. Ainda segundo Shalev & Ben-David [39], o aprendizado
de máquina alcançou importantes avanços devido a dois aspectos: capacidade de resolver
problemas complexos e a capacidade de adaptabilidade a diversos cenários. Já que é uma
área de estudo interdisciplinar, possuindo muitas afinidades com a estatística e a teoria da
informação, por exemplo. Consequentemente, o aprendizado de máquina se ramificou em
vários subcampos que lidam com diferentes tipos de aprendizagem por reconhecimento de
padrões [39].

Indo mais além nos conceitos que envolvem o aprendizado de máquina, surge a concep-
ção das redes neurais ( do inglês Neural Networks - NNs). As redes neurais são estruturas de
processamento baseadas nas redes neurais humanas. Existem alguns tipos de redes neurais
como as redes neurais artificiais ( do inglês Artificial Neural Networks - ANNs), que consis-
tem em um grande número de dispositivos básicos de computação (imitando os neurônios)
conectados entre si em uma complexa rede de comunicação, tal qual o cérebro é constituído
[44, 39]. Por sua vez, as redes neurais recorrentes ( do inglês Recurrent Neural Networks
- RNNs) criam laços durante o processamento fazendo com que não apenas novas entradas
sejam utilizadas mais também as saídas das camadas anteriores da rede. Finalmente, as re-
des neurais convolucionais (do inglês Convolutional Neural Networks - CNNs), objeto de
estudo desta dissertação, são utilizadas mais frequentemente e compostas basicamente de
camadas convolucionais, que processam as entradas considerando campos receptivos locais,
conforme definido pelos autores Ian Goodfellow, Yoshua Bengio e Aaron Courville, no livro
"Deep Learning" [45].

Para entender melhor como as redes neurais artificias funcionam é importante compreen-
der a estrutura do cérebro. O cérebro humano é constituído por estruturas celulares menores
chamadas de neurônios, encontradas aos bilhões. Os neurônios são células capazes de trans-
mitir informações através de impulsos elétricos e reações químicas, podendo, cada neurônio
individualmente, formar até 10 mil conexões com outros neurônios [46, 47]. O neurônio é
formado por três componentes, conforme a Figura 2.5 [3]:

• Soma ou corpo celular: do qual emanam algumas ramificações denominadas de den-
dritos;

• Axônio: responsável pela transmissão das mensagens nervosas;
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Figura 2.5: Anatomia de um Neurônio [3].

• Nervos terminais: terminações dos neurônios.

A região entre os neurônios por onde ocorre a transmissão de mensagens nervosas é conhe-
cida como sinapse [48]. É através das sinapses que os neurônios se unem em redes neu-
rais [49]. O efeito das sinapses é variável e é esta variação que dá ao neurônio capacidade
de adaptação. Todas as experiências, práticas e acontecimentos aos quais o ser humano se
submete são processadas e guardadas pelo cérebro, formando a memória. O cérebro está em
constante aprendizado.

O modelo de transmissão que ocorre nos neurônios biológicos motivou os estudiosos
das áreas de Engenharia e Computação a elaborar um modelo de neurônio matemático, que
influenciou o desenvolvimento da inteligência artificial. Se as redes neurais são a base da
inteligência humana, por conseguinte, as redes neurais artificias foram utilizadas como bases
da inteligência artificial [50, 51, 52], partindo da premissa de que os dados seria proces-
sados por a diversas camadas de processamento não-lineares, tal como ocorre na rede de
neurônios[53].

Mais especificamente, o neurônio matemático foi modelado a partir dos processos bio-
lógicos formadores e propagadores de impulsos elétricos pela membrana celular dos neurô-
nios. Esse modelo de neurônio funciona da seguinte maneira: ele recebe os sinais de entrada
e devolve um único sinal de saída, podendo este sinal ser propagado como saída do sistema
ou como entrada para demais neurônios das camadas subsequentes da rede neural artificial.
Os dendritos e axônios não possuem uma representação matemática no modelo de neurônio
artificial e são representados matematicamente pelas operações das sinapses. A intensidade
da ligação é representada por uma grandeza denominada peso sináptico. A Figura 2.6 mos-
tra o modelo de neurônio artificial extraído da dissertação de mestrado de Saulo Favoretto
intitulada Máquinas de aprendizado extremo aplicadas à identificação de pessoas através
de eletrocardiograma (ECG) [4]. Segundo Favoretto, um conjunto de entradas x1, . . . , xn

representam os dendritos e uma única saída y representa o terminal do axônio. As sinapses
nesse contexto são os pesos sinápticos w1, . . . , wn, que ponderam cada uma das entradas.
A junção somadora soma todos os sinais ponderados e o viés, produzindo um potencial de
ativação u. Finalmente, uma função de ativação g(u) restringe a amplitude do sinal de saída
e adiciona a não-linearidade ao sistema.
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Figura 2.6: Modelo de neurônio em uma rede neural artificial [4].

Em suma, como exposto por Favoretto e ilustrado na Figura 2.6, temos as seguintes
variáveis e funções no modelo rede neural artificial:

• Sinais de entrada {x1, x2, . . . , xn}: São os sinais externos, geralmente normalizados,
que são as entradas do modelo e usados, alimentando o modelo preditivo.

• Pesos sinápticos {w1, w2, . . . , wn}: São valores usados para ponderar os sinais de
cada entrada da rede. Esses valores são aprendidos durante o treinamento.

• Combinador linear
∑

: Agrega todos sinais de entrada, ponderados pelos respectivos
pesos sinápticos, para produzir um potencial de ativação.

• Limiar de ativação Θ: Especifica qual será o patamar apropriado para que o resultado
produzido pelo combinador linear gere um valor de disparo de ativação.

• Potencial de ativação u : É o resultado obtido pela diferença do valor produzido pelo
combinador linear e o limiar de ativação. Se o valor for positivo (u ≥ 0), então o
neurônio produz um potencial excitatório. Caso contrário, o potencial será inibitório.

• Função de ativação g: Seu objetivo é limitar a saída de um neurônio em um intervalo
de valores.

• Sinal de saída y: É o valor de saída podendo ser usado como entrada de outros neurô-
nios que estão sequencialmente interligados [4].

Os neurônios artificiais, como recém explicado constituem todas as redes neurais, in-
cluindo, logicamente, as CNNs, a quem daremos mais ênfase nesta dissertação. As CNNs
possuem um objetivo principal: filtrar linhas, curvas e bordas das imagens de entrada e,
em cada camada, transformar essa filtragem em uma imagem mais complexa garantindo o
reconhecimento visual. Quando falamos em reconstrução de imagens, as entradas são usual-
mente imagens com altura, largura e profundidade, determinadas pela quantidade de canais
de cores. Em geral as imagens utilizam três canais, RGB, com os valores de cada pixel.
Para a reconstrução é necessário processar as imagens e, para isso, as CNNs contam com
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operações especificas. A primeira delas é a convolução. A convolução funciona como um
filtro que enxerga pequenos quadrados e percorre por toda a imagem captando os traços mais
marcantes. Exemplificando para facilitar o entendimento, considere uma imagem 32x32x3
e um filtro que cobre uma área de 5x5 da imagem com movimento de 2 saltos (chamado
de stride). O filtro passará pela imagem inteira, por cada um dos canais, formando no final
um mapa de ativação de 28x28x1. A profundidade da saída de uma convolução é igual a
quantidade de filtros aplicados, ou seja, quanto mais profundas são as camadas das convo-
luções, mais detalhados são os traços identificados. O filtro, que também é conhecido por
kernel, é formado por pesos inicializados aleatoriamente, atualizando-os a cada nova entrada
durante o processo de backpropagation. A pequena região da entrada onde o filtro é apli-
cado é chamada de receptive field. Além do tamanho do filtro e o stride da convolução como
hiperparâmetros, o engenheiro que está modelando uma CNN deve escolher como será o
padding, que tem por objetivo evitar que as camadas não diminuam antes que a rede com-
plete o aprendizado. O padding pode ser nulo, no qual a saída da convolução ficará no seu
tamanho original, ou zero pad, onde uma borda é adicionada e preenchida com zeros.

Além dos parâmetros citados, existem ainda as funções de ativação. Elas servem para
trazer a não-linearidade ao sistema, para que a rede consiga aprender diversas funcionalida-
des. Há muitas funções, como sigmoid, tanh e softmax, entretato a mais indicada para uso
com as CNNs é a ReLu. A ReLu zera todos os valores negativos da saída da camada anterior,
sendo eficiente computacionalmente sem grandes diferenças de acurácia quando comparada
a outras funções. A função pooling serve para simplificar a informação da camada anterior.
Por exemplo, se a saída da camada anterior for 24x24, a saída do pooling será 12x12. Além
disso, é preciso escolher como será feita a sumarização. O método mais utilizado é o maxpo-
oling, no qual apenas o maior número da unidade é passado para a saída. Essa sumarização
de dados serve para diminuir a quantidade de pesos a serem aprendidos e também para evitar
overfitting. Ao final da rede é colocada uma camada Fully connected, onde sua entrada é a
saída da camada anterior e sua saída são N neurônios, com N sendo a quantidade de classes
do seu modelo para finalizar a reconstrução.

Um exemplo da aplicação das técnicas apresentadas até aqui é a detecção de câncer. O
câncer, também chamado de tumor maligno, consiste na rápida criação de células anormais
formadas a partir do resultado da interação entre os fatores genéticos de uma pessoa e uma
ou mais categorias de agentes externos, incluindo:

• Cancerígenos físicos, tais como radiação ultravioleta e ionizante;

• Substâncias químicas cancerígenas, como o amianto, componentes do fumo do tabaco,
aflatoxina (um contaminante alimentar) e arsênio (um contaminante da água potável);

• Cancerígenos biológicos, tais como infecções por certos vírus, bactérias ou parasitas;

• O envelhecimento é outro fator fundamental para o desenvolvimento do câncer devido
a uma acumulação de riscos para cânceres específicos.
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Figura 2.7: Exemplos de tumores cancerígenos na pele humana. Retirado de: [5].

Estas células anormais crescem e invadem diversas áreas do corpo podendo ser encon-
tradas em vários locais da fisiologia, em um processo chamado de metástase [54, 55]. O
diagnóstico de câncer é realizado através de exames de imagens como as IRMs. Considere
um exemplo: o câncer de pele [40]. Em seu diagnóstico, notamos o que são denominados
melanomas e não-melanomas. Embora muito menos comuns, os melanomas são responsá-
veis pelo maior índice de mortalidade pelo câncer de pele. Na Figura 2.7 são apresentados
exemplos de imagens geradas por algoritmos que utilizaram CNNs para categorização destes
tipos de tumores tegumentares. Em A é ilustrado o carcinoma espinocelular, em B o carci-
noma basocelular (A e B são os dois tipos mais comuns de câncer de pele não-melanoma) e
em C o melanoma maligno (o tipo mais letal de câncer de pele). As mudanças na pigmen-
tação encontradas na pele do paciente na Figura 2.7 são as características mais relevantes
para o diagnóstico do câncer de pele uma vez que permitem distinguir os tipos de tumor
e proporcionar ao paciente o início de tratamento mais adequado à criticidade do câncer.
A descoberta de doenças em estágio inicial pode aumentar consideravelmente as chances de
cura de um paciente e está diretamente ligada à realização de exames de rotina e acompanha-
mento da saúde. Em casos de câncer, os exames podem ser clínicos (onde o médico palma e
sente uma lesão), laboratoriais (exame de sangue) ou por imagem, como os exames de RMN.
Porém, muitas vezes devido ao modo como a imagem é registrada, o resultado pode induzir
ao erro. Um algoritmo de detecção otimizado por aprendizado profundo (em inglês Deep
Learning - DL) [56] pode melhorar o aspecto da imagem para reduzir este erro[57].

O aprendizado profundo busca descobrir um padrão em um determinado conjunto de
dados de forma a guiar o aprendizado do modelo a partir destes dados. Ao final do pro-
cessamento tem-se uma função capaz de receber dados brutos e fornecer uma representação
adequada para um problema em questão [6]. O aprendizado profundo pode ser aplicado a
diferentes paradigmas de aprendizado, segundo LeCun et al. [58], incluindo aprendizado
supervisionado e aprendizado auto supervisionado. O aprendizado profundo é considerado
supervisionado em situações como classificação de imagens ou detecção de objetos, pois a
rede é usada para prever um rótulo ou um número (a entrada e a saída são conhecidas). Como
os rótulos das imagens são conhecidos, a rede é utilizada para reduzir a taxa de erro, por isso
é “supervisionada”. Porém, quando a técnica de aprendizado profundo foca nas redes neu-
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rais para compactação e reconstrução de imagens por meio de uma representação de espaço
latente de dados compactados, o aprendizado profundo é considerado auto-supervisionado
pois o sistema aprende a prever parte da sua entrada a partir de outras partes da mesma
entrada[59].

O aprendizado profundo dá às máquinas a capacidade de aprender conforme são intro-
duzidas a novas informações sem a necessidade de intervenção humana. Esta técnica vem
sendo usada em diversas aplicações, tais como reconhecimento facial, detecção de fraudes,
sistemas de recomendação e diagnóstico por imagens, que é o assunto desta dissertação
[60, 61]. Todavia, o grande segredo do aprendizado profundo está, justamente, na sua “pro-
fundidade”. Por exemplo, considere que se queira projetar uma função que seja capaz de
diferenciar imagens que contém cães, gatos, tartarugas e corujas. Pode-se concluir que, ma-
tematicamente, o objetivo é aprender uma função f(x) = y, em que x representa a imagem
e y a classificação mais plausível de x.

Segundo Ponti et al. [6], o que diferencia o aprendizado profundo do aprendizado de má-
quina é, propriamente, a função f(x). Em métodos de aprendizado “ superficiais” ou “rasos”
a busca é por uma única função que possa, a partir de um conjunto de parâmetros, gerar o re-
sultado desejado. Já no aprendizado profundo, os parâmetros de aprendizado são adquiridos
por meio de funções compostas f(x) = fL(...f2(f1(x1))...)), onde cada função fL toma como
entrada um vetor de dados xL gerando como saída o próximo vetor xl+1. Sendo assim, no
aprendizado profundo, o intuito é aprender sucessivas representações dos dados intermediá-
rios. Assim, a profundidade permite aprender uma sequência de funções que transformam
vetores mapeando-os de um espaço a outro, até atingir o resultado desejado, pois cada fun-
ção opera sobre uma entrada gerando uma representação que é então passada para a próxima
função[6]. A Figura 2.8 mostra uma exemplo de arquitetura profunda com duas camadas
ocultas, gerando representações intermediárias extraído do artigo Como funciona o Deep
Learning, dos autores Moacir A. Ponti e Gabriel B. Paranhos da Costa.

Um exemplo de arquitetura profunda de redes neurais são os chamados Autoencoders
ou Autoencodificadores (AE) [49]. Os autoencoders fornecem um dos paradigmas funda-
mentais para a aprendizagem não-supervisionada [62], nos quais não existem resultados
pré-definidos para o modelo utilizar como referência para aprender. Nos autoencoders, as
modificações sinápticas são induzidas por ocorrências locais que podem ser coordenadas de
forma auto-organizada para que haja uma aprendizagem global [63]. Os autoencoders são
redes neurais que visam copiar suas entradas para suas saídas, como pode ser visto no seu
modelo básico apresentado na Figura 2.9 [7]. Eles trabalham compactando a entrada em
uma representação de espaço latente e, em seguida, reconstruindo a saída dessa representa-
ção [64, 65]. Dessa forma, este tipo de rede é composto de duas partes:

• Codificador (Encoder): É o segmento da rede que condensa a entrada em uma exposi-
ção de espaço latente (codificando a entrada). Pode ser representado por uma função
de codificação H = f(x).
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Figura 2.8: Exemplo de arquitetura profunda com duas camadas ocultas, gerando represen-
tações intermediárias função de ativação softmax [6]

• Decodificador(Decoder): Este segmento tem como objetivo reconstruir a entrada da
exposição do espaço latente. Pode ser representado por uma função de decodificação
R = g(h) [32].

No autoencoder, os dados de entrada são representados por {x1, x2, . . . , xm}, os dados de
saída são representados por {y1, y2, . . . , ym}, e ambos os dados podem possuir as mesmas
dimensões n e m. Sendo que, n representa o número de observações da base de dados e m

representa o número da variável. Assim, tem-se que:

H = f(x) = S(WX + b) (2.1)

e

R = g(H) = S(W ′Z + b′) (2.2)

nas quais W e W ′ representam a matriz de pesos, b o vetor de viés e S representa uma função
de ativação.

Os autoencoders possuem as seguintes propriedades:

• São específicos para um conjunto de dados, o que significa que eles só poderão com-
pactar dados semelhantes aos que foram treinados;

• Geram perdas, o que significa que as saídas descomprimidas serão degradadas em
comparação com as entradas originais;
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Figura 2.9: Modelo básico de um autoencoder. Retirado de: [7].

• Aprendem automaticamente a partir de exemplos de dados.

Outra arquitetura de redes neurais é a U-Net. Segundo Ronneberger et al. [66], existe um
amplo consenso de que o treinamento bem-sucedido de redes neurais requer muitas amostras
para treinamento. No artigo U-Net: Convolutional Networks for Biomedical Image Segmen-
tation, os autores apresentam uma estratégia de rede e treinamento que se baseia no forte uso
de maiores quantidades de dados para usar as amostras com mais eficiência, a nomeada U-
Net. A arquitetura consiste em duas estruturas: a via de contração – para capturar o contexto
em que a rede está inserida, seguindo a arquitetura típica de uma CNN – e um caminho de
expansão simétrico – que permite a localização precisa dos dados. Um diagrama na Figura
2.10 ilustra como a U-Net atua [8].

Seu funcionamento ocorre da seguinte maneira [67]. No início da via de contração, a
imagem de entrada passa por:

• 2 convoluções com kernel de tamanho 3x3 com stride 1;

• Camada ReLU como função de ativação, gerando 8 mapas de características (usa-se 8
kernels diferentes para se produzir os mapas de características citados); e

• Uma operação de max pooling 2x2 com stride 2, que é um processo de discretização
baseado em amostras com objetivo de reduzir a amostragem de uma representação de
entrada e reduzir sua dimensionalidade.

Após cada operação de max pooling, a quantidade de mapa de características é aumentada
por um fator de dois e o tamanho da entrada é reduzido pelo mesmo fator devido aos efeitos
do max pooling [68]. Na via de contração, uma etapa é definida por duas convoluções e uma
operação de max pooling. Sendo assim, após 4 etapas, a saída resultante do processo na via
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Figura 2.10: Modelo básico de uma U-net. Adaptada de [8].

de contração é passada como entrada para uma transposição convolucional (up-convolution,
ou “convolução ascendente” [69]) com kernel 2x2, stride 2 e 64 detectores de características
no primeiro passo. Essa transposição convolucional dá início a etapa do caminho de ex-
pansão. Cada etapa desta fase consiste na transposição deconvolucional com os parâmetros
descritos acima, a concatenação com sua parte correspondente da parte de contração e con-
voluções assim como as aplicadas na via de contração. Após cada etapa, o número de canais
de recursos é reduzido por um fator de dois. Na camada final, uma convolução 1x1 é usada
para mapear cada vetor de 64 componentes para o número desejado de classes. No total, a
rede possui 23 camadas convolucionais[67].

Embora possa aparentar que a U-Net é um autoencoder especializado, alguns autores
como Spolti et al. [70] consideram que a U-Net se difere do autoencoder devido a chamadas
conexões de salto, que conectam cada estágio da via de contração ao estágio correspon-
dente do caminho de expansão. Essas conexões de salto tendem a simplificar ou dividir o
treinamento. Por exemplo, durante as iterações iniciais de treinamento, se a rede não tiver
conexões de salto, ela deverá ajustar todos os pesos da rede para gerar qualquer resultado sig-
nificativo. Esse ajuste é feito pelo autoencoder mas não pela U-Net. Tanto os autoencoders
quanto a U-net possuem diversas aplicações. No caso dos autoencoders, é promissora apli-
cação para remoção de ruídos e reconhecimento de imagens. Já a U-net tem grande potencial
na segmentação e reconstrução de imagens biomédicas.
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2.3 Compressive Sensing

O aumento da tecnologia permitiu a humanidade obter cada vez mais dados em um curto
espaço de tempo. Deduzir a estrutura de um sistema a partir de seus dados é uma tarefa
fundamental na Engenharia. Uma das técnicas mais relevantes para o processamento digital
de sinais é a amostragem, que permite a conversão de dados analógicos (uma função contínua
no tempo ou espaço) em sequências de bits (uma uma função discreta no tempo ou espaço)
no domínio digital. Em 1948, Claude Elwood Shannon, baseado nas ideias de Harry Nyquist,
formulou o chamado teorema de Shannon-Nyquist ou teorema da amostragem. Segundo o
teorema, para se evitar a perda da informação na conversão digital um sinal analógico, deve-
se ter uma taxa de amostragem de pelo menos duas vezes o valor da largura de banda do
sinal original. Em termos matemáticos:

fs =
1

Ts

> 2B (2.3)

onde B é a largura de banda do sinal original. Cabe ressaltar que o valor mínimo dado pela
relação fs = 2B é chamado de taxa de Nyquist, que é a mínima taxa de amostragem neces-
sária para reconstruir um sinal. Outro passo frequentemente necessário para trabalhar dados
digitais é compressão. A compressão pode ser definida como uma codificação de informa-
ções usando menos bits do que o representação original. Ambas as etapas são necessárias
para armazenar, manipular, processar, transmitir e interpretar dados. Embora as técnicas de
amostragem e compressão sejam notoriamente qualificadas para processar dados, a possível
esparsidade dos dados não é muitas vezes levada em consideração [71, 72].

Na década de 2010 foi proposta a técnica de Compressive Sensing - CS. Segundo Cláudio
Mayrink Verdun, CS expressa que a aquisição e a compactação de dados podem ser reali-
zadas simultaneamente de forma que os algoritmos de reconstrução explorem a estrutura
dos dados [71, 73]. A CS baseia-se na observação empírica de que muitos tipos de sinais e
imagens do mundo real têm uma expansão esparsa em termos de uma base adequada. Isto
significa que a expansão tem apenas um pequeno número de termos significativos, ou seja,
que o vetor do coeficiente pode ser bem aproximado com um pequeno número de entradas
[74, 75]. A CS apoia-se na reconstrução de sinais esparsos, utilizando um pequeno número
de medidas (menor do que as necessárias segundo o teorema da amostragem), produzindo
um problema de reconstrução de imagens. Uma das primeiras aplicações foi na área de
ressonância magnética [76].

A CS, embora recente no meio tecnológico, já possui muitas aplicações graças a uma das
suas principais características: a utilização de poucas medidas não adaptativas para recons-
truir um sinal arbitrário. Como exemplos de aplicações de CS podemos citar a reconstrução
a partir da compressão e aquisição de imagens médicas, a análise de dados geofísicos, o
projeto de códigos de correções de erro em comunicações, entre outros 1. Em especial, a

1Uma lista com mais aplicações pode ser encontrada no trabalho Compressive sensing in medical imaging,
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aplicação de CS em imagens médicas geradas por ressonância magnética contribui muito
para o seu processo de reconstrução pois estas imagens são esparsas. No cenário de CS, uma
representação dos sinais pode beneficiar a pesquisa por algoritmos de otimização a depender
da maneira como um sinal é caracterizado. Nesta seção explicamos os conceitos técnicos e
matemáticos do CS, introduzindo o conceito de esparsidade e a recuperação de vetores de
medições lineares incompletas e não adaptativas.

2.3.1 Noções Preliminares e Notação

Uma matriz M ∈ Km×n pode ser usada para explicar a relação de linearidade entre
dois vetores m e n. Aqui, a letra K é usada para representar os números que podem ser
complexos ou reais. Se tivermos um vetor x ∈ Kn e o submetermos a matriz M teremos um
vetor de saída b ∈ Kn, sendo b uma combinação linear das n colunas de M . Assim, a matriz
M pode fornecer um mapeamento dos conjuntos Km e Kn. Outro detalhe é que o produto
Mx = b é explicado como um sistema de equações lineares que estabelece o mapeamento
dos conjuntos. As soluções possíveis para o sistema são dadas ao se estudar a dependência
linear das linhas e colunas de M . Considere um sistema linear modelado pela matriz M que
relaciona o sinal x em acordo com o teorema de amostragem com um conjunto de medidas
b = Mx. Sabendo que os sistemas mapeiam os sinais originais buscando a menor dimensão,
é possível supor que existam redundâncias no sinal e tais redundâncias podem ser exploradas
na compressão. Quando um sistema é subdeterminado, no entanto, as soluções são infinitas.
Para isso, a CS surge para restringir o domínio do mapeamento linear procurando a solução
que mais esparsa possível [78].

Para reconstruir um sinal usando CS é necessário certo conhecimento de álgebra linear.
Segundo esta área de estudo, a reconstrução de um sinal é possível através do calculo do vetor
mais esparso a partir de um vetor de menor dimensão dado que o mapa linear entre eles seja
conhecido. Um vetor x ∈ Kn é chamado de k-esparso se, ao menos, k valores de entrada são
não nulos. O conjunto Ωx = {i| x[i] ̸= 0} é chamado de conjunto suporte de x. Considere,
a partir deste ponto da explicação, que a métrica para um espaço vetorial E, conhecida como
∥.∥, é uma função que associa um valor real não negativo a um vetor x ∈ E. Para calcular
a esparsidade de um sinal, recorremos a métricas lp pois elas satisfazem algumas condições
tais:

1. Se ∥x∥ = 0 , então x é um vetor nulo de E;

2. Homogeneidade: Sabendo que α ∈ R, temos que ∥αx∥ = ∥a∥ × ∥x∥;

3. Desigualdade triangular: ∥x1 + x2∥ ≤ ∥x1∥+ ∥x2∥.

Definição 2.1 - Métrica lp : Seja x = x [k] um vetor no domínio RN e p ∈ R. A métrica
lp calcula do comprimento de x de acordo com:

Applied Optics dos autores C. G. Graff e E. Y. Sidky [77].
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∥x∥p =

(
N−1∑
k=0

|x [k]|p
) 1

p

(2.4)

Supondo p = 0, a métrica l0 é dada por:

∥x∥0 = lim
p→0

(
N−1∑
k=0

|x [k]|p
)

(2.5)

Se p ≤ 1, então lp também será uma norma. A norma l0 se fundamenta na contagem de
entradas diferentes de 0 no vetor x. Assim, quanto mais esparso for o sinal, menor será sua
norma l0.

Figura 2.11: Representação geométrica das bolas lp para alguns valores de p. Retirado de:[9].

Podemos ver na Figura 2.11 uma representação geométrica da bolas lp no domínio RN

para alguns valores de p. Ao observar essas bolas podemos entender de forma ilustrada como
os algoritmos de CS fazem seus cálculos. Isso é possível pois a matriz M define as soluções
do sistema linear Mx = b. A reconstrução buscará entre todas as soluções aquela com a
menor métrica lp. Note que à medida que p se aproxima de zero, a bola, consequentemente,
se aproxima dos eixos. Isso possibilita que as normas lp, com 0 ≤ lp ≤ 1 encontrem a
solução mais esparsa para os conjuntos de soluções de um sistema linear indeterminado.

Como já explicado, a CS trata sistemas onde a relação entre o sinal x ∈ Kn e suas medi-
das b ∈ Km, que pode ser modelado como um sistema linear subamostrado Mx = b, onde
M é a matriz de medidas. Contudo, uma restrição é necessária para garantir que o algoritmo
de reconstrução possa calcular uma única solução apropriada das medições b. Quando fa-
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lamos de minimização, definir uma restrição para calcular a solução de um sistema linear
subdeterminado significa escolher uma função de custo de forma que a solução que possui o
menor valor de custo seja a escolhida entre as infinitas soluções. Na CS, essa minimização é
forjada para esparsidade. A solução comprimida para um sistema subdeterminado é o sinal
x que satisfaz a relação linear Mx = b, cujas entradas são nulas. Sendo assim, quanto mais
esparso for o sinal, menos coeficientes são necessários. Entretanto, há situações em que a
classe dos sinais de interesse não atende aos critérios de esparsidade. Para que os algorit-
mos ainda possam ser usados, recorremos a uma base transformadora. Em outras palavras,
supomos que o sinal x tenha uma representação esparsa x̂ = Tx sob a transformação linear
T ∈ Km×n. Definindo A como uma matriz de aquisição dada por A = MT−1, relação
Mx = b pode ser reescrita como Ax̂ = b.

Contudo, uma dúvida pode surgir: Quais são as possíveis funções de custo que se ade-
quariam bem a esparsidade? Suponha que o conjunto de suporte Ω seja conhecido. Nesse
caso, a solução pode ser calculada por Mínimos Quadrados, porque o problema pode ser
reduzido a um sistema determinado. Outra alternativa também utilizada são os algoritmos
gulosos. A ideia é aproximar a solução mais esparsa melhorando a estimativa do suporte ite-
rativamente. Todavia, como já discutido, a norma l0 se fundamenta na contagem de entradas
diferentes de 0 no vetor x. Assim, esta norma pode expressar a soluções de CS como:

min ∥x̂∥0 sujeito a Ax̂ = b. (2.6)

Nesse sentido, uma métrica lp, com (0 ≤ p ≤ 1), pode ser usada como função de custo
para o problema de minimização tal que:

min ∥x̂∥pp sujeito a Ax̂ = b. (2.7)

Mesmo sabendo que temos uma definição para o problema de encontrar a solução mais
esparsa de um sistema linear subdeterminado Ax̂ = b, ainda precisamos satisfazer certas
condições para garantir que a solução mais esparsa exista e seja única. Nesse sentido, existem
critérios que avaliam a matriz A para fornecer parâmetros sobre a relação entre a dispersão
e o número de medições necessárias para a reconstrução.

2.3.2 Propriedade de Isomeria Restrita

Um critério relativo à matriz A que pode garantir a reconstrução sinais a partir de um nú-
mero reduzido de medições resolvendo uma otimização l0 ou l1 é a propriedade de isometria
restrita ( do inglês Restricted Isomership Property - RIP). Candès et al. [76] introduziu este
conceito.

Definição 2.2 - constante de isomeria restrita: Seja a matriz A ∈ Km×N . A constante
de isomeria restrita de A de ordem k é o menor número δk positivo tal que, para todos os
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valores k-esparsos de x̂ ocorrer,

(1− δk) ∥x̂∥22 ≤ ∥Ax̂∥22 ≤ (1− δk) ∥x̂∥22 . (2.8)

A constante de isometria restrita reflete a dependência linear dos vetores coluna da matriz
de aquisição. Além disso, caracteriza o espaço nulo de A analisando seus valores singulares
para garantir a unicidade da solução mais esparsa. A ideia de usar a constante de isomeria
restrita como critério para unicidade tem base em fornecer um valor máximo para δ2k para
o qual o comportamento aproximadamente ortonormal da matriz de aquisição garante que
existe um único vetor k esparso recuperável. Assim, é possível definir a propriedade de
isomeria restrita.

Definição 2.3 - propriedade de isomeria restrita: Seja δ2k a constante de isomeria
restrita para a matriz de aquisição A. A minimização l1 terá uma solução única se δ2k

√
2−1.

Indo mais além, as soluções para as minimizações l1 e l0 são equivalentes.

Se quisermos avaliar a propriedade de isomeria restrita para outras constantes de isomeria
restrita, usando os parâmetros p ∈ (0, 1], referindo-se à métrica adotada no minimizador, e
t ∈ (1, 2], referindo-se a ordem da constante de isomeria restrita, uma solução única para

min ∥x̂∥pp sujeito a Ax̂ = b (2.9)

será dada pela combinação entre p e t de forma que,

δtk ≤
η

2−p
t−1

− η
. (2.10)

onde η é a única solução positiva para:

p

2
η

2
p + η − 2− p

2(t− 1)
= 0. (2.11)

2.3.3 Coerência

A coerência é um índice que estuda a dependência linear das colunas de uma dada matriz.
Esta propriedade é usada para estimar a esparsidade garantindo que os sinais sejam recupe-
rados unicamente pela minimização l0. Portanto, a coerência relaciona a quantidade máxima
de entradas não nulas na saída à estrutura da matriz que modela o sistema linear em questão.
Dadas as características da coerência, é possível defini-la.

Definição 2.4 - coerência: Seja a matriz A ∈ Km×N e defina a matriz A como uma
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matriz com colunas (a1, a2, ..., am) normalizadas com a minimização l2 a partir das colunas
da matriz A. A Coerência (µ) é o valor absoluto máximo do produto escalar entre duas
colunas distintas ai e aj tal que,

µ(A) = max
1≤i,j≤m; i ̸=j

∣∣aiHaj∣∣ . (2.12)

É importante lembrar que o produto escalar mede a direção relativa de dois vetores.
Isso significa que a coerência associa a distância angular máxima entre dois vetores-coluna
distintos da matriz A. Podemos questionar: como a coerência é utilizada como critério para
avaliar a unicidade da solução mais esparsa de A? Ao definirmos spark como o menor
número de colunas de A que pode ser selecionada para formar um conjunto linearmente
dependente e afirmamos que não há um vetor nulo y ∈ Kn em A, além de definir os valores
das colunas de A como (a1, a2, ..., an) e o conjunto suporte de y como Ωy, é valida a relação:

Ay =
n∑

i=1

y [i] ai =
∑
i∈Ωy

y [i] ai = 0. (2.13)

Isso nos mostra que o subconjunto {ai|i ∈ Ωy} das colunas de A é linearmente depen-
dente. Aplicando a definição de spark, se |Ωy| < spark(A), então não há um vetor y dife-
rente de zero que satisfaça a equação 2.13. Portanto, ∥yo∥ ≥ spark(A).

Podemos usar essa desigualdade para relacionar as colunas de A a esparsidade das so-
luções do sistema em questão. Para fazer isso, vamos tomar x1 e x2 como duas prováveis
soluções para o sistema subdeterminado Ax̂ = b. Lembrando ainda da desigualdade tri-
angular, temos que ∥x̂1 + x̂2∥0 ≥ ∥x̂1∥0 + ∥x̂2∥0 ≥ spark(A). É importante frisar que, se
∥x̂1∥0 < 1

2
spark(A), então não há uma solução com menos valores diferentes de zero, isto

é, a solução mais esparsa será única. Alguns autores chamam este critério de propriedade
do espaço nulo ( do inglês Null Space Property - NSP) [79]. Aplicando o teorema do disco
de Gershgorin [80], podemos estender a propriedade do espaço nulo até a coerência. Para
estabelecer uma condição para a unicidade, precisamos relacionar a coerência com a norma
l0.

Teorema 2.1: coerência - Seja Ax̂ = b um sistema subdeterminado que possui uma
solução x̂s. Se a relação abaixo for satisfeita, então x̂s é a solução mais esparsa possível.

∥x̂s∥0 ≤
1

2
(1 +

1

µ(A)
). (2.14)

O que se pode concluir é que a propriedade de isomeria restrita e a coerência são capazes
de deduzir da estrutura da matriz de aquisição dado que o grau de subamostragem ainda
permite a reconstrução de acordo com uma esparsidade máxima esperada para os sinais que
se esteja trabalhando [76].
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2.4 Parâmetros de Avaliação de Desempenho

Para a avaliação das imagens reconstruídas, diversos parâmetros de avaliação têm sido
utilizados pelos pesquisadores [27]. As métricas de avaliação mais comuns são: a relação
sinal-ruído ( do inglês Signal-to-Noise Ratio -SNR), a relação contraste-ruído ( do inglês
Contrast-to-Noise Ratio - CNR), o erro quadrático médio ( do inglês Mean Absolute Error
- MSE), a raiz do erro quadrático médio ( do inglês Root Mean Square Error - RMSE),
a relação sinal-ruído de pico (do inglês Peak Signal-to-noise Ratio - PSNR), o índice de
similaridade estrutural (do inglês Structure Similarity Index - SSIM) e o erro absoluto médio
( do inglês Mean Absolute Error - MAE). A seguir, apresenta-se a definição dos mesmos.

O MAE calcula a média da diferença absoluta entre a previsão do modelo e o valor alvo,
através da equação a seguir:

MAE =
1

N

(
N∑
i=1

|Ioi − Iri|

)
, (2.15)

onde N representa o número total de coeficientes de dados de imagem, Ioi é a intensidade ou
amplitude do i-ésimo pixel da imagem original e Iri é a intensidade ou amplitude do i-ésimo
pixel da imagem processada.

A SNR [81] é usada para avaliar a qualidade da imagem com a definição como:

SNR = 10 log10

(
MAE

δ

)
. (2.16)

onde δ representa o desvio padrão do ruído.

Uma das métricas de desempenho mais utilizadas é o MSE, que consiste na média do erro
das diferenças ao quadrado. Em outras palavras, pega-se a diferença entre o valor predito
pelo modelo e o valor real, eleva-se o resultado ao quadrado. Faz-se a mesma coisa com todos
os outros pontos, soma-os, e dividi-se pelo número de elementos preditos. Quanto maior esse
número, pior o modelo. Essa métrica apresenta valor mínimo 0, sem valor máximo e é dada
pela equação abaixo:

MSE =
1

N

N∑
i=1

(Ioi − Iri)
2. (2.17)

A RMSE é uma regra de pontuação quadrática que fornece a média do erro. A RMSE
é usado para medir a precisão de variáveis contínuas. Na equação abaixo, Is é a intensi-
dade do pixel da imagem original e Iri é a intensidade dos pixels da imagem processada.
Matematicamente, a RMSE é escrito da seguinte forma:

RMSE =

√√√√ 1

N

N∑
i=1

(Ioi − Iri)2 (2.18)
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A PSNR é a relação entre a potência máxima possível de uma imagem e a potência do
ruído de corrupção que afeta a qualidade de sua representação [82]. Para estimar a PSNR de
uma imagem é necessário comparar essa imagem com uma imagem limpa ideal, isto é, sem
ruído, com a máxima potência possível.

PSNR = 10 log10

(
(L− 1)2

MSE

)
= 20 log10

(
(L− 1)

RMSE

)
, (2.19)

onde L é o número de níveis de intensidade máximos possíveis em uma imagem.

O SSIM [81] é uma medida da degradação originada devido à compressão de dados ou
devido a perdas de dados durante a transmissão. Duas imagens são necessárias para o cálculo
do SSIM: a imagem original e a reconstruída. O SSIM é expresso matematicamente como:

SSIM(x, y) =
(2µxµy) + c1)(2σxy + c2)

(µ2
x + µ2

y + c1)(σ2
x + σ2

y + c2)
, (2.20)

onde µx e µy caracterizam a média de x e y, respectivamente, e µ1 expressa o valor médio
da imagem original I . Os termos σx e µy representam a variância e σxy representa a cova-
riância de x e y, respectivamente. Aqui na equação, c1 e c2 estabilizam a divisão com um
denominador fraco. Se o SSIM resultar no valor 0, as imagens serão totalmente diferentes e
duas imagens serão totalmente correspondidas se o valor for 1.

A CNR determina a qualidade da imagem reconstruída em comparação com a imagem
original. A CNR é semelhante a SNR com a diferença de que ele subtrai algum termo de
intensidade da imagem e então calcula a razão. A CNR é dado pela seguinte equação:

CNR =
|SO − SP |

σ0

(2.21)

onde SO representa a intensidade da imagem da estrutura de produção O, SP indica a in-
tensidade da imagem para estruturas produtoras de imagem P na região de interesse e σ0

representa o desvio padrão do ruído da imagem original [83]

2.5 Artefatos de Imagem

Os artefatos de imagem são alterações na imagens que causam uma piora na qualidade
das mesmas. É importante que estes artefatos sejam conhecidos para que possam ser com-
pensados. Alguns artefatos podem ser eliminados, porém outros são irreversíveis e podem
apenas ser reduzidos [84]. Os artefatos podem, ainda, ser relacionados ao paciente (movi-
mento, metais ou fluxo), processamento de imagens (químico, dobradura, aliasing, etc.) ou
aparelho (radiofrequência, gradiente) [5]. Abaixo, têm-se alguns exemplos de artefatos com
suas respectivas fontes citadas:

Os artefatos de movimento são adquiridos através da movimentação de um paciente no
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momento exato em que a imagem está sendo formada, causando perda de sinal e de parâ-
metros de localização. A Figura 2.12 apresenta um artefato de movimento causado pelo
fluxo sanguíneo nos vasos humanos e a Figura 2.13 mostra um artefato causado pelo próprio
paciente que se moveu durante a realização de um exame de ressonância magnética.

Figura 2.12: Exemplo de artefato causado pelo movimento do fluxo sanguíneo. Retirado
de[10].

Figura 2.13: Exemplo de artefato causado pelo movimento do paciente. Retirado de [10].

Os artefatos metálicos são adquiridos através da presença de objetos metálicos no corpo
humano (como próteses dentárias ou piercings, por exemplo), causando a possibilidade de
criação de um campo eletromagnético que cause interferência. A Figura 2.14 mostra um
exemplo de artefato metálico causado por um aparelho dentário do paciente.
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Figura 2.14: Artefatos causados por material metálico. Retirado de[11]

O artefato de alisaing também conhecido como artefato por dobramentos, é produzido
quando a imagem é adquirida com informações adicionais a área externa. A imagem aparece
com ”dobramentos”, dando, assim, a nomenclatura. Um exemplo deste artefato está na
Figura 2.15, onde tem-se a impressão de haver a sobreposição de duas imagens do crânio em
uma só.

Figura 2.15: Exemplo de artefato causados por Aliasing. Retirado de[10]

O artefato de Desvio ou Deslocamento Químico é causado por diferentes ambientes quí-
micos de gordura e água no corpo humano. Este artefato causa uma margem escura entre os
lipídios e a água. Na Figura 2.16 encontra-se um exemplo de artefato causado por fluidos no
tecido humano.
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Figura 2.16: Artefatos causados por desvio químico. Retirado de[1].

O artefato por fuga de Radiofrequência é causado pela saída ou interferência de rádio
frequência (RF) externa. Conforme a Figura ref2.19, onde a interferência causou a presença
de linhas anormais na imagem.

Figura 2.17: Artefatos causados por interferência de radiofrequência. Retirado de [12].

O artefato oscilação (Fenômeno de Gibbs) é causado pela sub-amostragem de altas
frequências espaciais. A falta de apropriados componentes de alta frequência leva a uma
oscilação brusca. Ele ocorre próximo às fronteiras nítidas, onde existe alto contraste nas
transições do objeto. Um exemplo deste artefato é mostrado na Figura 2.18, onde as setas
brancas ilustram oscilações na imagem.

Figura 2.18: Exemplo de artefato causados por oscilação (Fenômeno de Gibbs). Retirado
de[12].
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O artefato spikes tem este nome por causa da forma como este artefato aparece nos dados
não processados, como pontos brancos. O artefato spike é caracterizado por um aumento
repentino no sinal recebido, que não foi causado pelo objeto de estudo. A Figura 2.19 ilustra
um exemplo onde a imagem possui linhas destacadas que não condizem com o esperado.

Figura 2.19: Exemplos de artefato causado por spikes. Retirado de[12].
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Capítulo 3

Metodologia e Implementação

Embora os métodos de aprendizagem profunda possam aprender de forma automática
e sejam capazes de obter implicitamente as características espaço-temporais de um sinal, o
custo computacional para serem treinados é elevado e aumentam o nível de complexidade das
diversas arquiteturas propostas devido ao elevado número de parâmetros a serem aprendidos.
Além disso, as técnicas de CS desenvolvidas por engenheiros são muito úteis na detecção,
segmentação e, principalmente, na reconstrução de imagens. O presente trabalho tem como
proposta apresentar um algoritmo de reconstrução de imagens de ressonância magnética,
de complexidade computacional mediana, utilizando técnicas de aprendizado profundo para
aumentar a qualidade das imagens geradas por exames de imagem clínicos, auxiliando o
diagnóstico de doenças como o câncer.

3.1 Escolha entre a U-net e o Autoencoder

O primeiro passo necessário neste trabalho era escolher a técnica de aprendizado pro-
fundo mais eficaz para o problema proposto. Sabendo que o uso das CNNs teria alta apli-
cabilidade para o processo de reconstrução de imagens de ressonância magnética, foi ne-
cessário responder ao questionamento: autoencoder ou U-Net? Apesar das propostas serem
semelhantes, há uma importante diferença entre as elas. Nos autoencoders, há um espaço la-
tente L com um mapeamento não linear da entrada X para o espaço de entrada E : X → L

e um mapeamento correspondente deste espaço latente para o espaço de saída D : L → Y

[65, 85]. Neste caso, há uma distinção clara entre o codificador e o decodificador. O co-
dificador altera a representação de cada amostra em algum parâmetro no espaço latente e
o decodificador é capaz de construir saídas com apenas estes parâmetros. Assim, pode-se
desmontar essa rede e usar o codificador e o decodificador separadamente [86].

Na U-Net, no entanto, o mapeamento de saída depende diretamente do espaço de entrada,
mas em vez de L corresponder diretamente a Y , [X + L] → Y . Isso significa que não há
blocos de codificador e decodificador, que mapeiam as amostras em algum espaço latente
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bem definido e depois computam a saída correspondente [66]. Ou seja, não se pode dividir
uma U-Net em partes e usá-las separadamente, pois para calcular a saída, a entrada também
é necessária. Assim, como em todas as suas representações intermediárias, existem vários
espaços latentes na U-Net: X → L1 → L2 → . . . → Ln.

Os Autoencoders são treinados para preservar o máximo de informação possível quando
uma entrada é passada pelo codificador e depois pelo decodificador, mas também são treina-
dos para fazer com que a nova representação tenha várias propriedades interessantes. Essa
característica apresenta um risco para a reconstrução de imagens médicas, pois o Autoenco-
der pode acabar sacrificando detalhes da fisiologia de um órgão ou tecido humano para que
a imagem de saída obtenha uma representação interessante. Já a U-Net foi pensada inici-
almente como uma ferramenta capaz de processar imagens biomédicas onde o objetivo não
é apenas identificar se há ou não a presença de uma doença mas também identificar a área
que viria a ser afetada pela doença. Para isso, a U-Net leva em conta todos os aspectos da
imagem de entrada e entrega, na saída, a imagem mais completa possível, já que a segmen-
tação ajuda a identificar onde objetos de diferentes classes estão presentes em uma imagem.
Assim, o uso da U-net foi o mais adequado para implementar o método proposto.

3.2 Reconstrução de Imagens Utilizando Autoencoder

Através de testes computacionais feitos na elaboração deste método e apresentador em
seguida no Capítulo 4, seção 4.1, chegou-se a conclusão de que o uso de autoencoder como
rede neural artificial não apresentava resultados satisfatórios para o algoritmo de reconstru-
ção de imagens que se desejou implementar. Ainda assim, apresenta-se a metodologia que
foi usada para chegar a esta conclusão. Primeiramente, utilizou-se um conjunto de cerca
de 4.000 imagens extraídas do banco de dados BIRN [87].O código utilizado foi baseado
no código open source desenvolvido pela cientista de dados Eugenia Anello, em linguagem
de programação Python1 [88]. O código desenvolvido usa um autoencoder convolucional
composto por:

• Codificador: etapa pela qual o modelo aprende a criar uma versão comprimida dos
dados. O codificador do modelo utilizado possuía 8 camadas convolucionais onde
cada camada realizava uma convolução 2x2 seguida de uma Leaky ReLu (é um tipo
de função de ativação baseada em uma ReLU);

• Representação Comprimida: armazena a representação comprimida calculada pelo co-
dificador. Durante o processo de codificação as imagens eram comprimidas em fator
de 2n;

• Decodificador: etapa responsável por reconstruir os dados previamente codificados.
O decodificador do modelo utilizado também possuía 8 camadas convolucionais onde

1Acessível em: https://www.python.org/
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Figura 3.1: Diagrama de blocos do modelo proposto com o autoencoder.

cada camada realizava uma convolução 2x2 seguida de uma ReLu;

• Cálculos de perda: métrica que mede a qualidade da reconstrução feita pelo decodifi-
cador. O objetivo era minimizar este número a medida que os testes eram realizados
com diversos números de épocas.

Antes de treinar o autoencoder convolucional foi necessário definir blocos de construção:
as redes codificadores e decodificadoras, a função de perda baseada em MSE, a função de
otimização Adam e o uso da GPU através das ferramentas do Pytorch. Definimos então uma
função para treinar o modelo com o autoencoder. Primeiro, passamos as imagens de entrada
para o codificador. Mais tarde, os dados codificados são passados para o codificador e então
calculamos a perda de reconstrução. Uma vez criada a função de treinamento, definimos
uma função para avaliar o desempenho do modelo. Como antes, passamos a imagem para o
codificador. A imagem codificada é passada para o decodificador. Em seguida, armazenamos
todos os lotes de imagens e a reconstrução em duas listas diferentes, que serão usadas para
calcular a perda do teste. Para tentar minimizar a função de perda, utilizamos cada vez mais
épocas nos testes, indo de 30 a 20000 épocas.

A Figura 3.1 ilustra um diagrama de blocos da arquitetura proposta para testes com o
autoencoder. Treinou-se a rede com 80% dos dados para treino, 10% para teste e 10% para
validação. Antes mesmo de serem submetidas a primeira camada do autoencoder, as imagens
originais foram acrescidas de ruído branco com desvios padrões de gaussiana iguais a 0.01,
0.05 e 1, respectivamente.

No processo de treinamento, foi utilizado o MSE como o função de perda e um tama-
nho de lote igual a 32. Além disso, foi utilizado o otimizador Adam com uma taxa de
aprendizado constante de 0,0001 e um decaimento de peso de 0,00001. Foram testados
ainda diversos números de épocas pois era viável ver as imagens reconstruídas durante cada
época do treinamento. Os testes computacionais foram feitos primeiramente com imagens
de tamanho 32x32. Já sabendo do funcionamento da rede e quais adaptações deveriam ser
feitas para alcançar maior eficácia para o método de reconstrução de imagens de ressonância
magnética, realizaram-se testes com imagens maiores, de tamanhos 128x128 e, por fim, de
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Figura 3.2: Diagrama de blocos do modelo proposto com a U-Net.[13]

tamanho 512x512, que é o tamanho das imagens que foram utilizadas para implementar o
método proposto.

3.3 Reconstrução de Imagens Utilizando a U-Net

Melhorar o desempenho dos algoritmos de reconstrução de imagens é fundamental den-
tro da área de processamento de imagens. O desempenho do tempo de execução da maioria
das métricas utilizadas para avaliar um algoritmo depende da qualidade da imagem original
bem como parâmetros específicos. Propõe-se aqui uma estrutura de Aprendizado Profundo,
através do uso de uma rede neural artificial treinada e testada, a U-Net. A U-Net pode ser
usada para aprender a não só identificar erros nas imagens, bem como possibilitar um proces-
samento com resultados satisfatórios. O objetivo deste processamento em imagens médicas
é auxiliar o diagnóstico de um médico, já que as imagens de ressonância magnética estão
suscetíveis a presença de artefatos que causam sua degradação.

Para a construção deste método de reconstrução de imagens é necessário utilizar fer-
ramentas de otimização nas imagens a serem reconstruídas, para que as imagens de saída
sejam mais similares às imagens de entrada. Um fenômeno negativo comum nos mode-
los de aprendizado de máquina é o overfitting. O overfitting ocorre quando um modelo de
aprendizado de máquina é extremamente adaptado a um conjunto de dados específico e não
apresenta resultados consistentes em outros conjuntos de dados diferentes, ou seja, os pon-
tos de dados que não refletem as propriedades dos dados são considerados irrelevantes. Isso
geralmente acontece em modelos complexos, como redes neurais profundas. Para evitar o
overfitting recorre-se a técnicas como amostragem de validação cruzada, redução do número
de recursos, poda e, uma das mais utilizadas, a regularização. A regularização é um pro-
cesso de introdução de informações adicionais no algoritmo de otimização para minimizar
a função de perda. É um tipo de regressão que minimiza as estimativas dos coeficientes a
zero para reduzir a capacidade de um modelo. Neste contexto, a redução da capacidade de
um modelo envolve a retirada de pesos extras de modo que o modelo generalize os dados. A
generalização acaba por evitar o overfitting.

Para entender como as ferramentas de otimização funcionam, deve-se primeiramente
levar em consideração alguns conceitos importantes. Para uma abordagem mais clara, os
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Figura 3.3: Gráfico de distribuição de dados no plano cartesiano.

conceitos serão apresentados matematicamente. O primeiro é o de regressão linear simples,
que busca indicar qual o comportamento de uma variável dependente como uma função que
contenha uma ou mais variáveis independentes para um modelo ŷ. A relação matemática da
regressão linear é dada pela seguinte equação:

ŷ = zx+ b. (3.1)

onde z é o peso e b é o viés. O valor de ŷ representa um valor dependente, aquilo que
o modelo tenta prever. A variável x é dita explicativa ou independente, são os valores de
entrada do modelo.

Outro conceito importante é o da função de perda ou função de custo, que é calculada
tirando-se como a diferença entre o valor final y e o valor previsto ŷ. Esta função calcula o ní-
vel de erro de predição dos resultados adquiridos com os valores iniciais. Sua representação
matemática é dada pela seguinte equação:

Loss = (ŷ − y)2 = (zx+ b− y)2. (3.2)

A regularização utiliza ainda a otimização por gradiente descendente z. Quando utilizamos
a regressão linear estamos tentando descrever uma função que se adeque a um conjunto de
dados. Essa função pode ser descrita por uma reta que explique o comportamento dos dados
buscando melhor a relação de x com o ŷ. Observe a Figura 3.3. Na figura temos vários
pontos que representam os dados (x e respectivos valores de y). Com a regressão linear,
o que queremos é uma função que descreva o comportamento destes dados. Na verdade,
estamos procurando uma reta que explique bem o comportamento dos nossos dados sendo a
mais ajustada possível, de forma a ser a que melhor mostre a relação do x com o ŷ.

Sabendo como a regressão linear foi descrita na Equação 3.1, o gradiente pode ser expli-
cado como um algoritmo inteligente que começa em um valor e, a partir dele, tenta calibrar
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as variáveis da regressão linear z e b de tal forma que basta seguir a direção oposta do gradi-
ente para encontrarmos o mínimo da função, isto é, o gradiente descendente. Este conceito
é representado pela seguinte equação, onde η é a taxa de aprendizado:

zfinal = z − η
∂ Loss
∂z

. (3.3)

Dados os conceitos fundamentais apresentados nesta seção, escolhemos três métodos de
otimização por regularização, que são descritos a seguir. A ideia de utilizar três tipos de
métodos de otimização diferentes é permitir o estudo de efeitos de uma certa rede neural nos
diferentes tipos de algoritmos de reconstrução.

3.3.1 Regularização L1

A ideia da regularização L1 é aplicar uma norma L1 no processo de regularização para
encontrar o melhor vetor z para minimizar uma função de perda, ou seja, incorporar a norma
L1 de z encontrando o menor valor para ŷ. Um detalhe crucial é que um vetor z com uma
norma L1 pequena tende a ser uma solução esparsa, pois a maioria de seus componentes são
zeros. A regularização L1 leva este nome devido a norma L1 do vetor z a seguir:

∥z∥1 = |z1|+ |z2|+ ...+ |zn| . (3.4)

O modelo de regressão linear que implementa a norma L1 para regularização é chamado de
regressão de Lasso e é dado pela seguinte equação:

ŷ = z1x1 + z2x2 + ...+ zNxN + b. (3.5)

O cálculo da função de perda de L1 é dado seguinte equação:

Loss = Error(y, ŷ) + λ
N∑
i=1

|zi| , (3.6)

e o gradiente descendente pela seguinte equação

zfinal = z − η
∂L1

∂w
= z − η · (2x(zx+ b− y)± λ), (3.7)

onde o ideal para evitar o overfitting é que η = 1.

3.3.2 Regularização L2

A aplicação de uma norma L2 no processo de regularização tem o objetivo de encontrar
o melhor vetor z para minimizar uma função de perda, ou seja, incorporar a norma L2 de z,
encontrando o menor valor para ŷ e forçando suas componentes a terem valores pequenos
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mas não necessariamente iguais a zero. A regularização L2 leva este nome devido a norma
L2 do vetor z dada pela seguinte equação:

∥z∥2 = (|z1|2 + |z2|2 + ...+ |zn|2)
1
2 . (3.8)

O modelo de regressão linear que implementa a norma L2 para regularização é chamado de
regressão de cume e é dado pela seguinte equação:

ŷ = z1x1 + z2x2 + ...+ zNxN + b. (3.9)

O cálculo da função de perda de L2 é dado por:

Loss = Error(y, ŷ) + λ
N∑
i=1

(zi)
2, (3.10)

e o gradiente descendente pela seguinte equação:

zfinal = z − η
∂L2

∂z
= z − η. (2x(zx+ b− y) + 2zλ) , (3.11)

onde o ideal para evitar o overfitting é que η < 1.

Comparando as regularizações L1 e L2, observa-se que a regularização L1 penaliza a
soma dos valores absolutos dos pesos, enquanto a regularização L2 penaliza a soma dos
quadrados dos pesos. Além disso, a solução de regularização L1 é esparsa, já a solução
de regularização L2 não é esparsa. Outra diferença se dá na seleção de recursos, já que a
regularização L2 não realiza a seleção de recursos, pois os pesos são reduzidos apenas para
valores próximos a 0 (em vez de 0), enquanto que a regularização L1 possui uma seleção de
recursos incorporada.

3.3.3 Regularização TV

A regularização de Variação Total (TV) é uma técnica determinística que protege des-
continuidades nas tarefas de processamento de imagens [89]. A regularização TV auxilia na
redução de ruído da imagem sob ruído gaussiano. O primeiro passo da regularização TV é
estimar o grau de ruído gaussiano que impactou a imagem original, com a seguinte equação:

y = Hx+ n, (3.12)

onde H é o operador linear e n é o ruído gaussiano. A conhecida norma de Variação Total é
dada pela seguinte equação:

∑
i,j

√
(Xi+i,j −Xi,j)

2 + (Xi,j+1 −Xi,j)
2 =

∑
i,j

∣∣∣(∇X)i,j

∣∣∣ , (3.13)
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onde ∇X denota a norma no espaço gradiente. O cálculo do gradiente descente é descrito
pelas seguintes equações:

(Xx)i,j = Xi,j+1 −Xi,j

(Xy)i,j = Xi+1,j −Xi,j (3.14)

3.3.4 Subamostragem

Segundo o trabalho de Hyun et al. [24], uma imagem pode ser reconstruída com amostra-
gem de espaços K cartesianos dada pela relação y ∈ CN×N , onde N2 é o número de pixels
da imagem e C, representa o conjunto dos números complexos. A imagem de ressonância
magnética y pode ser reconstruída a partir dos dados de espaço k correspondentes. O espaço
K pode trazer uma melhor compreensão da codificação espacial multidimensional [24].

Evocando o que foi explicado na Seção 2.3, o teorema da amostragem fornece uma
frequência mínima na qual um sinal limitado em banda deve ser amostrado a fim de que
possa ser reconstruído sem perdas. De acordo com o teorema, fs ≥ 2fmax, em que fs é a
taxa de amostragem do sinal e fmax é a frequência da componente de maior frequência do si-
nal. Deste modo, a fim de que o sinal seja perfeitamente reconstruído, ele deve ser amostrado
com pelo menos o dobro da sua maior componente em frequência. Quando utiliza-se uma
imagem de ressonância magnética subamostrada, viola-se o critério de Nyquist introduzindo
artefatos na imagem, em especial, alising. É comum que os modelos de processamento de
imagem atendam ao critério de amostragem Nyquist com relação ao seu padrão de amos-
tragem. O engenheiro que estiver atuando na reconstrução de imagens tem liberdade para
escolher o padrão de amostragem do espaço K. Popularmente, o padrão mais utilizado é o
cartesiano pois é mais robusto evitando a introdução de imperfeições na imagens. Embora
os padrões cartesianos sejam de longe os mais usados, alguns outros padrões estão em uso,
incluindo amostragem ao longo de linhas radiais e amostragem ao longo de padrões espirais.
Padrões radiais são menos suscetíveis a artefatos de movimento do que padrões cartesianos
e podem ser significativamente subamostradas, especialmente para objetos de alto contraste,
sendo mais utilizadas em reconstruções de imagens porque são menos suscetíveis a artefatos.
Padrões Espirais fazem uso eficiente do hardware do sistema de gradiente e são usadas em
aplicações de imagem rápida e em tempo real [90]. A Figura 3.4, retirada do artigo Com-
pressed sensing MRI: a review from signal processing perspective, de Jong Chul Ye, mostra
os padrões de subamostragem citados.
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Figura 3.4: Vários padrões de subamostragem: (b) subamostragem cartesiana, (c) subamos-
tragem radial e (d) subamostragem em espiral. Retirada de:[14].

No caso particular do padrão radial, ao invés de coletar linhas de espaço k em um es-
quema paralelo, a coleta da linhas no espaço k é feita em forma de estrela, com cada li-
nha passando pelo centro. Semelhante ao padrão cartesiano, todos os raios radiais rotativos
também são adquiridos linha por linha sequencialmente, mas com sobreposição ao redor
do centro do espaço podem ser processadas para reconstruir uma imagem de ressonância
magnética. Este padrão de amostragem oferece flexibilidade para projetar como estes raios
radiais são girados de um para o outro. Um dos esquemas de rotação mais conhecido e mais
usado é a chamada amostragem radial de ângulo dourado, na qual os raios radiais são girados
por um chamado “ângulo dourado”, por exemplo, 111,25°. Para amostragem radial 2D, o
ângulo de cada linha é dado pela seguinte equação [15]:

X =
180 (N − 1)

GR
·mod 360 (3.15)

onde GR corresponde a proporção áurea 2, N é um ponto sobre o círculo trigonométrico,
mod representa que a equação é modular e 360 equivale ao número de graus do círculo
trigonométrico. A Figura 3.5, adaptada do artigo Golden-Angle Radial MRI: Basics, Advan-
ces, and Applications de Li Feng [15] ilustra a equação do ângulo dourado onde cada ponto
indicado sobre o círculo representa o valor de N na equação 3.15.

Este padrão foi o escolhido para ser implementado no método de reconstrução de ima-
gens proposto por suas vantagens. Uma delas é que a geometria exclusiva da amostragem
radial de ângulo dourado incluiu uma maior robustez ao movimento em comparação com a
amostragem cartesiana. O comportamento de subamostragem incoerente deste padrão pode,
ainda, ser combinado sinergicamente com uma reconstrução esparsa de ressonância mag-
nética e aquisição contínua de dados com classificação flexível de dados. Além disso, a
amostragem radial também oferece auto-navegação que pode ser explorada para melhorar o
gerenciamento de movimento [15].

2constante real algébrica irracional obtida no momento em que segmentamos uma reta em duas partes de
forma que a divisão do segmento maior pelo menor seja igual à reta completa dividida pelo segmento mais
longo. Seu valor é constituído pela dízima não periódica 1,6180339887...
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Figura 3.5: Círculo trigonométrico com alguns valores de N da equação do ângulo dourado
indicados. Adaptada de:[15]

3.3.5 Configuração Básica do Modelo Proposto

Para a construção do método de reconstrução de imagens de ressonância magnética pro-
posto implementou-se o modelo U-net usando o framework Pytorch3. A arquitetura da U-net
utilizada possuía 23 camadas, divididas em via de contração (4 etapas contendo: 2 convo-
luções 3x3, uma ReLU, uma operação de max pooling 2x2) e caminho expansivo (4 etapas
contendo: 2 convoluções 3x3, uma ReLU, uma operação de max pooling 2x2, além de uma
camada final com uma convolução 1x1). Entre a via de contração e o caminho expansivo, foi
realizada uma convolução ascendente 2x2. Após cada etapa, o número de canais de recursos
foi reduzido por um fator de 2n. Para executar as simulações, foram utilizadas 4.020 imagens
de ressonâncias magnéticas cerebrais tiradas do conjunto de dados BIRN [87]. O conjunto
de dados foi dividido da seguinte forma: 80% foi utilizado para treinamento, 10% para vali-
dação e 10% para teste. No processo de treinamento, foi utilizado o Erro Quadrático Médio
(MSE) como o função de perda e um lote de tamanho igual a 8. Além disso, foi utilizado
o otimizador Adam com uma taxa de aprendizado constante de 0,0001 e um decaimento de
peso de 0,00001. Ao final, treinou-se o modelo por 300 épocas, selecionando os parâmetros
da época com o menor valor de MSE.

Como mencionado anteriormente, através do processo de regularização, as imagens ori-
ginais foram otimizadas com as normas L2, L1 e TV, gerando 3 modelos:

• L2-Unet: modelo treinado com imagens obtidas com o processo de regularização L2;

• L1-Unet: modelo treinado com imagens obtidas com o processo de regularização L1;

• TV-Unet: modelo treinado com imagens obtidas com o processo de regularização TV.

Após os modelos de otimização serem gerados, as imagens, agora regularizadas, foram intro-
duzidas na rede U-Net e passaram por todo o seu processo matemático gerando uma imagem

3Acessível em https:https://pytorch.org/
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de saída reconstruída. Por fim, como métricas de desempenho foram utilizadas a PSNR e
o SSIM. Essas métricas são calculadas entre as imagens de saída finais e a imagens origi-
nais, com valores mais altos indicando melhores qualidades de imagem. O modelo completo
proposto é ilustrado pela Figura 3.2.

Para realizar os testes neste trabalho, utilizamos apenas 20 pseudo-linhas radiais e uma
grade retangular de 256 × 256. Isso corresponde a 5.436 amostras retiradas de uma grade
de 256×256, correspondendo para uma taxa de amostragem de 8,365%. Vale ressaltar que
este é um número muito pequeno de linhas radiais, o que gera medições sub-amostradas que
são um desafio para o processo de reconstrução de sensoriamento pressionado. A Figura
3.6, retirada de Thomaz et al. [13], ilustra as informações citadas, onde (a) mostra o padrão
de amostragem radial do espaço k, (b) a imagem original da qual as amostras recolhidas,
(c) mostra a imagem amostrada correspondente e (d), (e), (f) mostram, respectivamente, as
reconstruções da imagem original (b) utilizando as regularizações L2, L1 e TV.

(a) Amostragem no espaço k (b) Imagem Original (c) Medidas

(d) Modelo L2 (e) Modelo L1 (f) Modelo TV
PSNR/SSIM: 25.8/0.629 PSNR/SSIM: 28.7/0.752 PSNR/SSIM: 28.5/0.779

Figura 3.6: Processo de medição no espaço k e resultados da regularização de imagem.
Retirado de: [13]
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Capítulo 4

Resultados

Como mencionado nos capítulos anteriores, um dos objetivos para os métodos de recons-
trução de imagens é a qualidade da imagem reconstruída em relação a imagem original. Estes
métodos estão se tornando mais complexos ao longo das décadas, com alguns dos algoritmos
implementados buscando aumentar a acurácia e a precisão na geração de imagens reconstruí-
das. Com base na ideia de aumentar as chances de um diagnóstico mais preciso de doenças
severas, como câncer, propomos um método que melhora o desempenho da reconstrução de
imagens digitais, sem afetar seu desempenho de precisão. Neste capítulo, serão apresentados
os resultados das reconstruções de imagens de ressonância magnética utilizando o método
proposto. Os resultados foram avaliados de forma qualitativa, através da comparação visual,
assim como quantitativamente, com o cálculo do SSIM e da PSNR em decibéis.

Este capítulo está dividido em três seções. Na primeira seção, apresentamos os testes
realizados com autoencoders justificando a escolha de a rede convolucional U-Net em seu
detrimento. A seção seguinte apresenta os resultados para os dois casos propostos, divididos
em duas subseções: comparação direta e comparação cruzada, elencando análise escrita e
exemplificada com imagens. A última seção apresenta considerações relevantes.

4.1 Resultados de Modelo Simplificado Baseado em Auto-
encoder

Como exposto no capítulo anterior, uma análise a respeito das variações de resultados ob-
tidos entre autoencoders e U-Net foi necessária para uma maior eficácia na implementação
do método proposto. A ideia inicial deste trabalho era a utilização dos autoencoders. Para
isso, adaptamos um código de um autoencoder convolucional produzido por Eugenia Anello,
pesquisadora na Universidade de Pádua, Itália [88] em linguagem Python 1, realizando tes-
tes com imagens de banco de imagens de ressonância magnética. Para isso, foram utilizadas
imagens de tamanho 512×512. Os parâmetros são os mesmos utilizados por Anello et al.

1Acessível em: https://www.python.org/
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[88]. Realizamos testes para diferentes números de épocas, como por exemplo 30, 90, 120,
1000, 20000, 10000 e 20000. Considere a Figura 4.1 como a imagem original para am-
bos os resultados com 10.000 e 20.000 épocas. A título de comparação, apresentamos, na
Figura 4.2, exemplos de resultados obtidos para 10.000 e 20.000 épocas, que obtiveram os
melhores respostas visíveis. Neste testes, a cada imagem de entrada foi adicionado ruído
branco Gaussiano, com média zero e desvios padrões de gaussiana iguais a 0.01, 0.05 e 1,
respectivamente.

Figura 4.1: Imagem de ressonância magnética cerebral original retirado do banco de dados
BIRN.

Como resultados, percebemos de forma clara que, embora o autoencoder tenha con-
seguido relativo sucesso na reconstrução de imagens, a reconstrução perdeu praticamente
todos os detalhes da fisiologia do cérebro além de perdas no contraste e brilho. A medida
que o fator de ruído aumenta, a reconstrução apresenta resultados piores. Sendo assim, após
análise do material obtido, comprovamos o que foi exposto na subseção 3.1 do capítulo an-
terior: autoencoders perdem os detalhes das imagens durante o seu processo de reconstrução
e não são muito viáveis para uso com imagens de ressonância magnética. Assim, optamos
por usar a U-Net como Rede Neural Artificial.

4.2 Resultados do Modelo Baseado na Arquitetura U-Net

A análise dos resultados obtidos deve ser dividida em dois casos. O primeiro um caso
de comparação direta, onde os três métodos de otimização L1, L2 e TV são comparados a
eles mesmos. Em seguida, em uma segunda análise, estudamos os efeitos da reconstrução de
imagens utilizando, novamente, os três métodos de otimização L1, L2 e TV em comparação
cruzada, gerando um total de 9 combinações. Por fim, apresentamos os testes adicionais
sobre o desempenho de métodos de avaliação de qualidade de imagem ao utilizar a recons-
trução de imagens pela U-Net.
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Figura 4.2: Imagens corrompidas pelo ruído gaussiano branco com média zero e σ =
0.01, 0.05, e 0.1 (a, d, g), imagens reconstruídas com 10.000 épocas (b, e, h), e as ima-
gens reconstruídas com 20.000 épocas (c, f, i).

4.2.1 Caso 1 - Comparação Direta

As Figuras 4.3 e 4.4 mostram os resultados de reconstrução de amostras obtidas do con-
junto de dados completo do teste, correspondendo cada linha aos resultados de uma amostra
de conteúdo da ressonância magnética. A primeira coluna mostra as imagens originais das
amostras retiradas do conjunto de dados. A segunda coluna mostra os resultados da recons-
trução correspondente obtidos com a arquitetura U-net quando as entradas são, respectiva-
mente, as imagens reconstruídas de L2, L1, e TV. Já na terceira coluna é representado a
imagem diferença de cada caso. A imagem diferença é dada pela subtração da imagem ori-
ginal das imagens reconstruídas. Os valores PSNR e SSIM para cada imagem reconstruída
são mostrados nas tabelas 4.1 e 4.2. Notamos que os três modelos foram capazes de obter
imagens com uma qualidade visual considerada satisfatória. Além disso, as imagens obtidas
com os 3 modelos são semelhantes à imagem original e uma à outra. Isto é apoiado pelos
valores comunicados da PSNR e SSIM.

Através das imagens obtidas, observamos que reconstrução L1 gerou imagens com uma
riqueza de detalhes da fisiologia cerebral inferior as imagens geradas pela reconstrução L2 e
TV. A diferença de densidade em áreas adjacentes de as imagens reconstruídas em relação
as imagens originais foi considerável, ou seja, essa variação na densidade, resultou em um
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Figura 4.3: Resultado de reconstruções em comparação com a imagem original e com a
imagem diferença para o caso direto. (a), (c) e (i) mostram a imagem original. (b), (f) e (j)
representam as imagens reconstruídas com os casos diretos de L1, L2 e TV. As imagens (c),
(g) e (k) são as imagens diferença para os três casos.

nível de contraste mais baixo em relação às outras reconstruções. A reconstrução L1 mos-
trou que quanto menor esta variação ou menor a diferença de densidade de áreas adjacentes,
menor o contraste. Em alguns exemplos, as imagens reconstruídas eram até mesmo opacas.
A reconstrução L2, por sua vez, apresentou um nível de acuracidade frente às características
cerebrais abaixo do esperado, dificultando a determinação de grande parte das ranhuras a
olhos vistos, isto é, o fator de qualidade que falhou na reconstrução com L2 foi a nitidez.
Neste caso, o incongruente é que a reconstrução com L2 poderia esconder lesões, micro-
fraturas, pequenos tumores e outros sintomas importantes para o diagnóstico, indo contra a
proposta do método. Com a reconstrução baseada no modelo TV, a imagem perdeu precisão
e sensibilidade. As falhas características na utilização do TV são evidentes. O contraste entre
as intensidades estava presente, mas mesmo assim, era quase impossível perceber as ranhu-
ras devido à baixa resolução da imagem gerada. Contudo, a maioria das imagens geradas
através da reconstrução com TV tiveram um índice de brilho considerável.

Entretanto, é possível notar em algumas imagens a presença de uma degradação que não
agregou positivamente: o ruído. O ruído na imagem de ressonância magnética é uma varia-
ção aleatória da densidade de fundo da imagem. Esta variação pode dar às imagens uma apa-

46



Input Imagem Reconstruída Imagem Diferença

L
1-

U
ne

t

(a) (b) (c)

L
2-

U
ne

t

(e) (f) (g)

T
V

-U
ne

t

(i) (j) (k)

Figura 4.4: Resultado de reconstruções em comparação com a imagem original e com a
imagem diferença para o caso direto. (a), (c) e (i) mostram a imagem original. (b), (f) e (j)
representam as imagens reconstruídas com os casos diretos de L1, L2 e TV. As imagens (c),
(g) e (k) são as imagens diferença para os três casos.

rência granulada ou texturizada, mais ou menos como aqueles aparelhos televisivos antigos
sem sinal. Essa variação representa informação indesejável, pois não agrega nenhum valor
para o diagnóstico. A reconstrução L1 foi a mais suscetível a este ruído, seguido pela recons-
trução TV e, enfim, a reconstrução L2. Ainda sim, os resultados obtidos no caso direto foram
considerados com grau alto de excelência, pois as falhas encontradas não afetaram vigoro-
samente a reconstrução das imagens originais. Todas as imagens reconstruídas conseguiram
ser geradas sem distorção, ou seja, mantiveram o formato e estruturas das imagens originais
com alta performance. Mais especificamente, em termos de métrica de qualidade, as U-Nets
melhoraram significativamente a qualidade visual das imagens reconstruídas, especialmente
para os métodos de reconstrução que inicialmente apresentavam mau desempenho.

Para visualização melhorada, as tabelas 4.1 e 4.2 apresentam os valores de PSNR e SSIM
das saídas U-net em comparação com as imagens originais para todas as imagens dos Exem-
plo 1 e 2 (Figuras 4.3 e 4.4). A Tabela 4.3 mostra a média dos valores de PSNR e SSIM das
saídas U-net em comparação com as imagens originais para todas as imagens do banco de da-
dos utilizado. Em termos quantitativos, as reconstruções apresentaram um desempenho sig-
nificativo. A reconstrução L2 apresentou uma média PSNR/SSIM de 25,8/0,655, mas após a
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aplicação da L2-Unet treinada a média PSNR/SSIM aumentou para 30,9/0,867. A reconstru-
ção L1 apresentou inicialmente uma média PSNR/SSIM de 29,2/0,799, que aumentou para
33,5/0,891 após a utilização da L1-unet. A reconstrução da TV teve uma PSNR/SSIM média
de 31,5/0,832, que foi aumentada para 33,3/0,877 após a utilização da TV-Unet.

Em todos os 3 casos, os valores médios de SSIM se aproximam de 1, o que implica uma
maior correspondência entre as imagens originais e as respectivas imagens reconstruídas.
Com referência ainda aos valores SSIM, observamos que o desempenho da reconstrução L2
é ligeiramente inferior ao desempenho das reconstruções L1 e TV, que têm valores muito
próximos. Ao analisarmos os valores de PSNR, observamos que a relação entre a máxima
energia da imagem e o artefato que afeta sua representação estavam em intervalos menores
que 34dB, o que é considerado um resultado consistente. Note que, o salto de maior quali-
dade, diante das métricas, ocorre para a reconstrução do L2. No entanto, como esperado, a
TV-Unet e a L1-Unet apresentaram pontuações de qualidade final mais elevadas.

Tabela 4.1: Média PSNR e SSIM das saídas U-Net frente a imagem original para as recons-
truções da Figura 4.3.

Métrica Original L1-unet L2-unet TV-unet
PSNR 27.9 29.2 28.7 29.7
SSIM 0.672 0.773 0.745 0.821

Tabela 4.2: Média PSNR e SSIM das saídas U-Net frente a imagem original para as recons-
truções da Figura 4.4

Métrica Original L2-unet L1-unet TV-unet
PSNR 24.9 27.9 26.1 27.8
SSIM 0.579 0.716 0.681 0.732

Tabela 4.3: Média PSNR e SSIM das saídas U-Net para o caso reto frente todas as imagens
originais presentes no banco de dados BIRN.

Métrica Original L2-unet L1-unet TV-unet
PSNR 26.4 30.9 33,5 33,3
SSIM 0.699 0.867 0,891 0,877

4.2.2 Caso 2 - Comparação Cruzada

Analisamos também como diferentes modelos treinados de U-net transformam as ima-
gens geradas por diferentes métodos de otimização realizando um teste de comparação entre
as imagens de reconstrução cruzada. Neste teste, a comparação cruzada é formada por todas
as combinações de métodos de otimização L2, L1 e TV com entradas L2-Unet, L1-Unet e
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TV-Unet, inclusive os casos de comparação direta já apresentados. Essa comparação cruzada
gera um total de 9 combinações que são:

• L2 + L2-UNet;

• L2 + L1-UNet;

• L2 + TV-UNet;

• L1 + L1-UNet;

• L1 + L2-UNet;

• L1 + TV-UNet;

• TV + TV-UNet;

• TV + L2-UNet;

• TV + L1-UNet;

Notamos que os melhores resultados ocorrem para tipos de correspondência direta como,
por exemplo, reconstrução de otimização L2 + L2-Unet. Os métodos baseados em L1 e TV
apresentaram melhores resultados do que os baseados em L2.

Nas Figuras 4.5, 4.6 e 4.7 podemos ver um exemplo de imagem reconstruída com os
casos cruzados de otimização e suas respectivas imagens diferença. Cada imagem tem suas
reconstruções apresentadas na figura. As U-nets foram treinadas para remover o tipo de de-
gradação apresentada nas imagens geradas pela reconstrução da otimização correspondente.
A Tabela 4.4 apresenta os valores médios de PSNR e SSIM das saídas U-Net para o caso
cruzado.

Tabela 4.4: Média PSNR e SSIM das saídas U-Net para o caso cruzado frente todas as
imagens originais do exemplos das figuras 4.5, 4.6 e 4.7.

PSNR SSIM
Orig. L2-unet L1-unet TV-unet Orig. L2-unet L1-unet TV-unet

Original 27.4 26.6 29.0 30.7 0.603 0.636 0.705 0.793
L2 rec. 26.8 31.4 28.1 27.1 0.698 0.834 0.743 0.717
L1 rec. 32.0 26.4 32.3 29.5 0.785 0.781 0.848 0.786
TV rec. 26.8 23.7 29.9 32.7 0.813 0.741 0.815 0.851

A utilização da U-net para diferentes tipos de otimização gerou resultados intrigantes.
Por exemplo, a L2-Unet é capaz de gerar imagens com um nível de nitidez abaixo do es-
perado. Devemos isto ao fato de a combinação L2+L2-Unet ter a capacidade de distinção
entre elementos inferior. Observamos também que L1-Unet e TV-Unet geram imagens com
resolução inferior, isto é, uma quantidade de detalhes menor, quando comparadas com a
resolução das imagens originais quando a entrada é a reconstrução de L2 (Figura 4.6 (b),
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Figura 4.5: Resultado de reconstruções para os modelos de reconstrução do caso cruzado
em comparação com as imagens de entrada quando o caso cruzado envolve a reconstrução
L1-Unet. As imagens (a), (d) e (g) mostram a imagem original. (b), (e) e (h) representam
as imagens reconstruídas com os casos cruzados de L1-Unet e (c), (f) e (i) são as imagens
diferenças para os três casos.

(h)), ao contrário da L2-Unet. Contudo, os principais detalhes da fisiologia cerebrais são
visualmente perceptíveis. Outro exemplo é que a L2-Unet gerou imagens com estruturas
cerebrais que não eram apresentadas na imagem original, como as ranhuras encontradas nas
imagens finais da combinação TV + L2-Unet na Figura 4.7 (e). Isso se deve pois as imagens
de entrada regularizadas com TV possui uma característica visual conhecida como ‘estética
de pintura’, onde as imagens parecem ter sido pintadas ao invés de processadas digitalmente.

As imagens de entrada para os 3 modelos U-net são mostradas na primeira coluna das
figuras 4.5,4.6 e 4.7. Notamos que os melhores resultados ocorrem quando o tipo de modelo
aplicado corresponde ao tipo de reconstrução. As imagens resultantes tiveram um resultado
satisfatório em termos de reconstrução. As semelhanças com as imagens originais podem
ser observadas na diagonal principal das imagens.

Realizando uma análise visual das imagens obtidas no processo de reconstrução no caso
cruzado e considerando a percepção cromática da imagem em preto e branco, podemos ava-
liar a sensação cromática, ou seja, as impressões cromáticas físicas da imagem. Observamos
que, em termos do fator brilho (descritor subjetivo que incorpora a noção acromática de in-
tensidade), as imagens reconstruídas com L1-Unet na figura 4.5 (b), (e) e (h) tiveram o pior
desempenho, ao passo que as imagens reconstruídas com TV-Unet na figura 4.7 (b), (e) e
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Figura 4.6: Resultado de reconstruções para os modelos de reconstrução do caso cruzado
em comparação com as imagens de entrada quando o caso cruzado envolve a reconstrução
L2-Unet. As imagens (a), (d) e (g) mostram a imagem original. (b), (e) e (h) representam
as imagens reconstruídas com os casos cruzados de L2-Unet e (c), (f) e (i) são as imagens
diferenças para os três casos.

(h) o melhor, passando uma percepção visual de que são mais intensas. O primeiro evento
de cor (percepção de elementos componentes da imagem em preto e branco através do grau
de contraste entre o branco, o preto e os cinzas, gerando a percepção da textura), também
pode ser analisado nas imagens. A percepção da contraste nas reconstruções cruzadas com
L2-U-Net na figura 4.6 - (b), (e) e (h) - e TV-U-Net na figura 4.7 - (d), (e), (h) - tiveram resul-
tados muito próximos, levando a um reconhecimento de objetos diversos e de texturas como
ranhuras, formas e estruturas do cérebro com maior facilidade, tornando evidente a estrutura
da forma e gerando significado rapidamente, apenas com os recursos cromáticos do branco,
do preto e dos cinzas e através dos contrastes entre eles. Mais uma vez, as imagens (b), (e) e
(h) da figura 4.5 tiveram resultados abaixo das outras imagens reconstruídas.

Ainda acerca dos fatores de qualidade das imagens reconstruídas, outras análises podem
ser feitas. É visualmente notável que as reconstruções do caso cruzado tiveram, como já
mencionado, sucesso em manter os detalhes da imagem original de modo geral, ainda que
não totalmente. Contudo, o método gerou melhores resultados com as reconstruções cruza-
das com L2-U-Net, apresentadas na Figura 4.6 (b), (e) e (h). Nessas imagens reconstruídas,
foi possível manter a nitidez da linhas finas e das bordas de tecidos ou estruturas visíveis
na imagem. As imagens reconstruídas a partir da combinação L1+U-Net, apresentadas na
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Figura 4.7: Resultado de reconstruções para os modelos de reconstrução do caso cruzado
em comparação com as imagens de entrada quando o caso cruzado envolve a reconstrução
TV-Unet. As imagens (a), (d) e (g) mostram a imagem original. (b), (e) e (h) representam
as imagens reconstruídas com os casos cruzados de TV-Unet e (c), (f) e (i) são as imagens
diferenças para os três casos.

Figura 4.5 (b), (e), (h), mostram um alto grau de borramento, ou seja, ausência de nitidez,
passando a sensação de serem opacas. As imagens reconstruídas pela combinação TV-U-
Net apresentaram, em termos de nitidez, um efeito de pintura, como se as imagens tivessem
sido reproduzidas em uma tela. Em suma, em termos de distorção, as imagens reconstruídas
obtiveram resultados de qualidade satisfatórios. A Tabela 4.5 apresenta os valores médios
de PSNR e SSIM das saídas U-Net para o caso cruzado frente todas as imagens do banco de
dados BIRN.

Tabela 4.5: Média PSNR e SSIM das saídas U-Net para o caso cruzado frente todas as
imagens originais presentes no banco de dados BIRN.

PSNR SSIM
Orig. L2-unet L1-unet TV-unet Orig. L2-unet L1-unet TV-unet

Original 26.5 24.3 27.9 30.2 0.599 0.614 0.718 0.768
L2 rec. 28.0 32.1 28.7 28.8 0.675 0.865 0.755 0.764
L1 rec. 31.2 26.7 33.5 31.4 0.799 0.793 0.891 0.837
TV rec. 31.5 24.6 29.8 33.3 0.832 0.786 0.854 0.877

Os gráficos boxplot possuem componentes que auxiliam a disposição das medidas medi-
das de estatísticas tais como: valor mínimo, valor máximo, primeiro quartil, segundo quartil
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(também chamado de mediana) e o terceiro quartil. A Figura 4.8 mostra os gráficos boxplot
ou diagramas de caixa das métricas PSNR e SSIM, respectivamente, para todas as amostras
do conjunto de teste. Um boxplot permite visualizar a distribuição dos valores dos dados,
fornecendo assim um meio complementar para desenvolver uma perspectiva sobre o caráter
dos dados.

Analisando, primeiramente, o boxplot da Figura 4.8(a), para os valores de PSNR, é possí-
vel observar que os casos de comparação cruzada L2+L2-Unet, TV+TV-Unet e L2+L1-Unet
obtiveram os valores simétricos de mediana distribuídos, pois a linha do segundo quartil (ou
linha da mediana) destes casos está na metade do bloco. Isso demostra que o valor da medi-
ana destes casos é aproximadamente igual ao valor médio deles. Essa simetria é considerada
um bom resultado visto que implicam que o modelo foi coeso nas decisões tomadas por ele,
isto é, a análise dos dados de entrada foi devidamente considerada. O modelo aparentou ser
capaz de reconstruir as imagens satisfatoriamente com qualquer forma de otimização. Isso
pode ser útil caso as imagens de entrada do modelo sejam provenientes de outro banco de
dados, por exemplo, pois o modelo mostrou, através da simetria e igualdade entre as recons-
truções, que o processo de regularização surtiu o efeito esperado, isto é, o modelo aparenta
ser resiliente a mudança dos dados que podem lhe são apresentados. Este fato também é
observado com a entrada TV.

Os demais casos apresentaram assimetria positiva, isto é, existe uma maior concentração
de valores na zona de valores mais reduzidos da amostra, já que a linha do segundo quartil
é próxima da linha do primeiro quartil. Isso demostra que o valor da mediana destes casos
é menor que o valor médio deles. Em suma, embora não tão simétricos como os casos já
citados, os demais casos apresentam valores de PSNR plausíveis. Com relação a dispersão
dos dados, dada pela diferença entre o terceiro quartil e o primeiro quartil, é perceptível que a
maioria dos casos apresentou uma dispersão razoável a exceção dos casos L1 e L1+L1-Unet
pois os seus blocos são mais longos, atribuindo uma maior variabilidade para os valores
PSNR. Isso se dá ao fato de que a dispersão dos dados pode ser representada pelo intervalo
interquartílico: uma estatística mais robusta para medir variabilidade uma vez que não sofre
influência de valores extremos. Contudo uma observação pertinente é que todos os casos
apresentaram os chamados outliers: valores discrepantes que extrapolaram o limite superior
do blocos, podendo ser produto de um erro de observação ou de arredondamento. As maiores
incidências de outliers aconteceram em casos que envolviam o L2 (entrada L2, L2+L2-Unet,
L2+L1-Unet e L2+TV-Unet).

Analisando o gráfico boxplot da métrica SSIM apresentado na Figura 4.8(b) é possível
perceber que existe uma variação menor nos valores de SSIM entre as reconstruções quando
comparados com valores do gráfico (a). A maioria das comparações apresentou a linha do
segundo quartil no meio do bloco. Em suma, a maioria dos modelos (mais precisamente,
6 dos 9 modelos) obtiveram os valores de mediana distribuídos de forma mais uniforme, o
que indica que os valores de mediana das reconstruções são muito próximos dos seus valores
médios. Para os casos onde a linha da mediana não se localiza ao centro, é observável a
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Figura 4.8: Gráficos boxplot para os valores de PSNR (dB) e SSIM para o caso cruzado.

assimetria positiva, apresentando valores de SSIM com intervalos pequenos. Com relação
a dispersão dos valores de SSIM, os casos L2, TV+L2-Unet, L1 e L2+L1-Unet são os que
apresentaram maior índice, com destaque para o caso L1, que possui um bloco duas vezes
maior que o bloco da reconstrução TV+TV-Unet, por exemplo, acarretando uma maior am-
plitude, ou seja, a diferença entre o seu valor máximo e seu valor mínimo é alta. Isso implica
que os valores de SSIM das imagens reconstruídas usando o modelo L1 apresentaram maior
variabilidade. Os demais casos salientaram valores de dispersão modestos.

4.3 Considerações

Este capítulo apresentou os resultados obtidos com o algoritmo proposto baseado em
aprendizado profundo e redes neurais artificiais. A análise foi feita com o banco de dados
BIRN de 4.020 imagens de ressonância magnética do cérebro humano, todas em escalas de
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cinza. As reconstruções foram apresentadas tanto para o conjunto de treino, quanto para o
conjunto de imagens de testes. Foram realizados testes de comparação diretos e cruzados. Os
valores de PSNR e o SSIM foram usados como métricas de qualidade para comparação das
imagens. As reconstruções tiveram grande semelhança com as reconstruções padrão-ouro,
com valores de SSIM próximos a entre 0.5 e 0.9 e valores PSNR entre 30dB e 40dB. Isto
indica que o método proposto produz imagens reconstruídas com boa qualidade, mantendo as
características da estrutura do tecido cerebral tais como ranhuras ou ambientes químicos de
gordura e água. As imagens reconstruídas apresentaram também características semelhantes
as imagens originais referentes a seu posicionamento na imagem, com os tecidos humanos
na mesma posição e com tamanho similar as imagens de entrada. Isto é, a estrutura do tecido
cerebral das imagens de saída estava na mesma direção, sentido e dimensão da estrutura da
imagem de entrada.

Outra análise realizada é da função de perda ao longo das épocas, pois embora a U-Net
seja capaz de reconstruir bem as imagens após 300 épocas, ainda existem alguns detalhes
divergentes entre a imagem de saída e a imagem de entrada. Durante o processo de treino
do modelo, o valor médio da função de perda ao longo de cada época encontrado foi de
0.005234 e durante o processo de validação, 0.004397. O gráfico da Figura 4.9 apresenta
o comportamento destes valores da função perda médios ao longo das épocas. A linha na
cor vermelha corresponde ao processo de treino do modelo, enquanto que a linha verde
corresponde ao processo de validação. Observamos um decrescimento exponencialmente
característico, como as perdas de reconstrução diminuindo ao longo das épocas para ambos
os processos. Isto corrobora a eficiência do modelo proposto em reconstruir as imagens de
ressonância magnética mantendo detalhes cruciais da fisiologia, pois a perda de informações
durante o processo de reconstrução das imagens foi branda. Por outro lado, a curva de
erros correspondente ao processo de treino possui um decaimento mais abrupto. Isso diz
que, durante o processo de treino, a perda foi mais frequente e com maior intensidade e
o processo de validação teve valores de perda mais próximos uns dos outros sem grandes
variações.

Uma outra técnica de redução dimensional que favorece a visualização dos dados e que
é utilizada para avaliar o desempenho de um modelo de reconstrução é a t-SNE. A t-SNE
permite visualizas dados de alta dimensão dando a cada ponto uma localização em um mapa
bidimensional ou tridimensional. Segundo o artigo Visualizing Data using t-SNE, dos autores
Laurens van der Maaten e Geoffrey Hinton, a t-SNE é uma redução de dimensionalidade
não linear técnica adequada para incorporar dados de alta dimensão para visualização em
um espaço de baixa dimensão de duas ou três dimensões, baseada no trabalho Stochastic
Neighbor Embedding originalmente desenvolvido por Sam Roweis e Geoffrey Hinton [91].
A t-SNE foi usada para testar se o modelo proposto tinha sucesso em agrupar os pixels
das imagens por semelhança. Isso garantiria que as imagens tivessem uma reconstrução
de maior qualidade, uma vez que o modelo saberia identificar a posição dos pixels e as
características que os faziam semelhantes. Dessa forma, o método seria capaz de reconstruir
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Figura 4.9: Gráfico representando a média da função de perda nos processo de treinamento
e validação pelo número de épocas.

as imagens com sucesso, pois saberia identificar em quais posições era mais plausível colocar
um determinado pixel. Fazendo uma analogia simples, imagine que quiséssemos transformar
a imagem original em um quebra-cabeças utilizando a reconstrução para processar a imagem.
Para tanto, a imagem original teria que ser representada por seus pixels. Os pixels seriam as
peças do quebra-cabeças. A t-SNE busca saber se o modelo proposto era capaz de identificar
quais peças (pixels) encaixavam perfeitamente ou quais peças (pixels) estavam os cantos da
imagem, por exemplo.

Como as imagens utilizadas nos testes do método proposto eram de tamanho 512X512,
cada imagem possuía cerca de 262.144 pixels. Assim, a t-SNE permite uma visualização dos
dados de forma mais clara. O gráfico da Figura 4.10, foi gerado através de um código de-
senvolvido por Roberto Stelling [92]. Os pixels foram divididos em 10 novas classes devido
a alta quantidade de pixels em cada imagem. Podemos ver que ele distingue um dígito do
outro, embora existam algumas exceções com pontos que se enquadram em outras catego-
rias. A t-SNE construiu um mapa em que a separação entre as classes é quase perfeita. Uma
inspeção mais detalhada do mapa t-SNE revela que grande parte da estrutura local dos dados
foi capturada com sucesso, revelando a classe natural dos 262.144 pixels presentes em cada
uma das imagens reconstruídas e os distribuindo de forma a representa-los por suas caracte-
rísticas comuns, dando ao modelo proposto comprovação de sua competência na tratativa das
imagens, ou seja, o modelo proposto conseguiu identificar cada um dos pixels das imagens
durante o processo de reconstrução e teve sucesso em agrupa-los por semelhança quando
as imagens estavam sendo reconstruídas, propiciando uma reconstrução sucinta. Usando
mais uma vez a analogia do quebra-cabeças, a t-SNE mostrou que o método desenvolvido
conseguiu, dadas todas as peças (pixels) disponíveis, montar o quebra-cabeças (imagem re-
construída) com sucesso, independente de qual imagem do banco de dados estivesse sendo
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Figura 4.10: Gráfico da métrica T-SNE com 10 classes de agrupamento por semelhança para
os pixels das imagens de tamanho 512x512.

reconstruída.

Decorre da discussão anterior que existe uma conexão entre a literatura disponível e o
que a experiência prática mostra. Os resultados dos testes apresentaram um modelo que teve
sucesso em recuperar as imagens 512x512 (que são consideradas de tamanho grande) de res-
sonância magnética, preservando a maior parte das características das imagens originais. Os
resultados obtidos mostram, ainda, que o modelo conseguiu incorporar os três tipos de regu-
larização testados, tendo apresentado resultados plausíveis e de qualidade visual perceptível
para todos eles.
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Capítulo 5

Análise Final

A reconstrução de imagens de ressonância magnética aplicando técnicas de aprendizado
profundo e ferramentas de CS é um campo promissor que pode contribuir para um diag-
nóstico médico mais preciso. Nesta dissertação, procuramos realizar uma revisão sucinta
dos fundamentos teóricos que envolvem a formação de imagens de ressonância e a sua de-
gradação de forma a apresentar um modelo que pudesse atender a demanda de refinamento
na reconstrução de imagens de ressonância magnética. Também era de interesse apresentar
um modelo análogo com o que vem sendo desenvolvido pela comunidade acadêmica frente
ao uso de redes neurais convolucionais. Esta dissertação trabalhou com dois tipos de ar-
quiteturas de redes neurais: autoencoders e U-Net como modelos codificador-decodificador,
mostrando que, enquanto os autoencoders não alcançaram resultados adequados para a re-
construção das IRMs, a U-Net apresentou resultados satisfatórios. Um fator importante nesta
proposta é o uso da regularização como ferramenta de otimização das imagens de resso-
nância. Tal configuração aumentou a probabilidade das imagens de saída terem uma boa
qualidade.

Mostramos, através de testes com imagens de ressonância magnética do cérebro humano,
que os autoencoders não são indicados para a reconstrução de imagens pois, em seu processo
de manipulação das imagens, muitos detalhes importantes da fisiologia do tecido humano
são pedidos, acarretando possíveis falhas na detecção de um tumor, por exemplo. Já no
caso da U-Net, utilizando o mesmo conjunto de imagens, obtivemos resultados melhores.
A reconstrução das imagens gerou uma saída com qualidade visual satisfatória, preservando
as principais características e detalhes do tecido humano. Os testes foram consistentes não
só para o caso de reconstrução direta como também para os casos de reconstrução cruzada,
salientados pelos processos de regularização L1, L2 e TV e definição de um padrão de amos-
tragem adequado ao modelo proposto. A U-Net foi capaz de obter um alto nível de precisão
para um problema relativamente complexo, mesmo para uma taxa de amostragem muito pe-
quena. Especialmente, conseguimos melhorar a reconstrução L2 rec+L2-unet de trabalhos
anteriores.

O resultados foram comprovados não só pela inspeção visual, mas também pelo uso de
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métricas de avaliação de desempenho, em especial, a PNSR e o SSIM. Nos valores PSNR, foi
observado que a reconstrução de imagens apresentou simetria e baixos níveis de dispersão
dos dados. Embora os valores de PSNR das reconstruções testadas tenham apresentado
maior distinção, essas diferenças não afetaram de forma grave o desempenho do modelo.
Os valores de SSIM, por outro lado, apresentaram resultados ainda mais satisfatórios, uma
vez que quase não foram encontradas discrepâncias na avaliação do SSIM. Por conseguinte,
o método demonstra ter potencial para reconstrução de imagens de ressonância magnética
não só do cérebro humano. mas também imagens referentes de outras partes da anatomia
humano.

Além do uso da inspeção visual e das métricas de avaliação de desempenho, a veraci-
dade do modelo proposto foi sustentado pelos valores encontrados para a função de perda
dos dados ao longo das épocas constituídos de uma decrescimento exponencial, sendo muito
próximos de zero. Este decrescimento mostra que o modelo obteve sucesso em reconstruir
as imagens conservando suas características visuais mais significativas. O uso da t-SNE tam-
bém foi de grande valia para a avaliação do método proposto porque indicou que os dados
reconstruídos apresentaram capacidade de serem incorporados em espaços de de baixa di-
mensão e semelhança consolidada, uma vez que os dados foram agrupados por equivalência
com sucesso pela t-SNE. O manejo destas funções encerra a análise do modelo proposto não
apenas confirmando os valores numéricos da PSNR e SSIM mas também confirmando que
a escolha da U-Net para a reconstrução de imagens de ressonância magnética foi acertada e
adequada para o problema exposto.

5.1 Estudos Futuros

Ao realizarmos os testes com a configuração básica proposta, o padrão de amostragem
escolhido foi de 20 linhas radiais. Diante disso, um estudo que pode ser realizado é a esco-
lha de padrões de amostragem com números maiores de linhas radiais como 40, 60, 80 ou
100, por exemplo. Este estudo pode ser feito a partir das interações entre os processos de
regularização L1, L2 e TV e novos padrões de amostragem. Essa análise futura pode obter
melhores resultados para o modelo L2 e uma diminuição do efeito “pintura” para o modelo
TV, levando em consideração a precisão. Outros estudos podem ser feitos escolhendo outros
conjuntos de imagens de ressonância magnética que contenham outros órgãos ou tecidos
humanos a fim de testar a resiliência do modelo quando submetido a características fisio-
lógicas diferentes. Uma outra contribuição que pode gerar um estudo futuro consistente é
experimentar outras arquiteturas de redes neurais artificiais para a reconstrução das imagens.
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